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KAPITEL 3

Verfeinerungen

Im letzten Kapitel haben wir ein neuronales Netz entwickelt, um Bilder
handgeschriebener Ziffern zu klassifizieren. Obwohl wir das Netz bewusst
einfach gehalten haben, hat es bemerkenswert gut funktioniert und mit dem
MNIST-Testdatensatz eine Trefferquote von etwa 87% erreicht.

Jetzt untersuchen wir einige Verfeinerungen, die geeignet sind, die Performance
eines Netzes zu verbessern.

Verlustfunktion
Manche neuronalen Netze sind dafür ausgelegt, einen kontinuierlichen Bereich
von Ausgabewerten zu erzeugen. Zum Beispiel könnte ein Netz, das
Temperaturen vorhersagt, in der Lage sein, jeden Wert im Bereich von 0 bis 100
Grad Celsius auszugeben.

Andere Netze sind so konzipiert, dass sie wahr/falsch oder 1/0 als Ausgaben
liefern. So könnte ein Netz, das entscheidet, ob ein Bild eine Katze zeigt oder
nicht, Werte nahe 0,0 oder 1,0 ausgeben, aber nicht alle dazwischenliegenden
Werte.

Wenn wir die Verlustfunktionen für diese verschiedenen Szenarios berechnen,
werden wir feststellen, dass der mittlere quadratische Fehler für die
erstgenannte Aufgabe sinnvoll ist. Vielleicht ist Ihnen bekannt, dass es sich dabei
um eine Aufgabe der Regressionsanalyse handelt (wenn nicht, brauchen Sie sich

auch keine Sorgen zu machen).

Für die zweite Aufgabe, eine Klassifizierungsaufgabe, ist eine andere Art von
Verlustfunktion zweckmäßiger. Eine etablierte Fehlerfunktion ist die binäre
Kreuzentropie, die sowohl falsche, aber vertrauenswürdige Ausgaben als auch

richtige, aber nicht so vertrauenswürdige Ausgaben zu bestrafen versucht.
PyTorch stellt diese Funktion als nn.BCELoss() bereit.
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Unser Netz, das MNIST-Bilder klassifiziert, gehört zum zweiten Typ. Die Werte der
Ausgabeknoten sollten im Idealfall überzeugend nahe bei 0.0 liegen, und genau
ein Ausgabeknoten sollte einen Wert überzeugend nahe bei 1.0 haben.

Legen Sie eine Kopie des vorherigen Notebooks an und ändern Sie die
Verlustfunktion von MSELoss() in BCELoss():

self.loss_function = nn.BCELoss()

Wir trainieren das Netz genau wie zuvor wieder mit drei Epochen. Die
Trefferquote bei der Performancemessung auf den Testdaten beträgt jetzt 91%.
Das ist ein guter Sprung gegenüber den 87%. Ein Blick auf das Verlustdiagramm
ist interessant.

Abbildung 3-1: Verlustdiagramm für das Training des Netzes mit binärer Kreuzentropie

Wie das Verlustdiagramm in Abbildung 3-1 zeigt, sinkt der Verlust zwar, geht
dann aber langsamer zurück als bei MSELoss(). Zudem ist der Verlust viel
verrauschter, selbst spät im Training tauchen gelegentlich große Werte auf.

Doch selbst wenn das Verlustdiagramm schlechter als das vorherige aussehen
mag, gegen Ende des Trainings liegt der Großteil der Verlustwerte niedriger, und
die bessere Trefferquote spiegelt dies wider.

Abbildung 3-2 zeigt wieder die Ausgabewerte von Datensatz 19 des
Testdatensatzes.
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Abbildung 3-2: Ausgabewerte von Datensatz 19 des Testdatensatzes bei Verwendung von BCELoss()

Es zeigt sich, dass das Netz im Bild viel sicherer eine 4 zu erkennen glaubt. Sein
Vertrauen, dass es sich um eine 9 handelt, ist jetzt wesentlich geringer.

Aktivierungsfunktion
Die s-förmige logistische Funktion hat man in den frühen Tagen der neuronalen
Netze verwendet, weil ihre Gestalt dem zu entsprechen schien, was man bei
Tieren als Schwellenwert für die Signalübertragung zwischen Neuronen
vermutete und weil sie mathematisch komfortabel für die Berechnung von
Gradienten ist.

Allerdings hat sie auch einige Schwächen. Zunächst einmal können Gradienten
sehr klein werden und praktisch verschwinden. Infolgedessen kann das Training
neuronaler Netze, das von Gradienten abhängig ist, um die
Verknüpfungsgewichte zu korrigieren, letztlich scheitern, wenn eine derartige
Sättigung eintritt.
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Abbildung 3-3: Die s-förmige logistische Funktion, bei der die Gradienten verschwinden können

Es gibt viele alternative Aktivierungsfunktionen. Eine unkomplizierte Funktion,
die dieses Problem löst, ist eine einfache Gerade. Der feste Gradient einer
Geraden verschwindet nicht.

Abbildung 3-4: Eine einfache Gerade als Aktivierungsfunktion

Diese Aktivierungsfunktion wird als Rectifier (dt. Gleichrichter) bezeichnet und

eine Einheit, die mit dieser Funktion arbeitet, als Rectified Linear Unit. PyTorch
stellt eine solche Aktivierungsfunktion mit der Funktion ReLU() bereit.

Für Werte kleiner als null ist aber der Anstieg gleich null, sodass hier bei Signalen
kleiner als null das Problem der verschwindenden Gradienten auftritt. Mit einem
kleinen Gradienten für den linksseitigen Teil der Funktion lässt sich das leicht
ändern. Das Ergebnis ist die sogenannte LeakyReLU.
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Abbildung 3-5: LeakyReLU als Aktivierungsfunktion

Wir setzen den Verlust wieder auf MSELoss() zurück und ändern die
Aktivierungsfunktion in LeakyReLU(0.02), wobei 0.02 der Gradient für die
linke Hälfte der Funktion ist.

# Schichten des neuronalen Netzes definieren

self.model = nn.Sequential(

nn.Linear(784, 200),

nn.LeakyReLU(0.02),

nn.Linear(200, 10),

nn.LeakyReLU(0.02)

)

Trainieren Sie das Netz wieder mit drei Epochen. Die Trefferquote gegen die
Testdaten beträgt bei mir jetzt 97%. Das ist ein riesiger Sprung von den 87%
aufwärts. Die Performance kommt damit in die Nähe von Rekorden in führenden
Branchen, die allerdings wesentlich komplexere Netze verwenden.

Abbildung 3-6 zeigt das Verlustdiagramm.
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Der Verlust fällt sehr schnell gegen null, und selbst in einer frühen
Trainingsphase ist der durchschnittliche Verlust sehr gering, wobei der Bereich
des Rauschens wesentlich kleiner ist.

Die Ausgabewerte für Datensatz 19 des Testdatensatzes zeigen, dass das Netz
von der Antwort 4 überzeugt ist. Die Werte für alle anderen Knoten liegen sehr
nahe bei null.

Abbildung 3-6: Das Verlustdiagramm für das Netz, das die Aktivierungsfunktion LeakyReLU
verwendet
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Abbildung 3-7: Säulendiagramm der Ausgabe für Datensatz 19

Das Ändern der Aktivierungsfunktion wirkt sich signifikant aus, und dies ist
einfach auf die besseren Gradienten zurückzuführen.

Optimierungsmethode
Wir können auch die Technik verfeinern, die mit den zurückgeleiteten
Gradienten die Netzgewichte aktualisiert.

Bislang haben wir eine ziemlich einfache Methode verwendet – den
stochastischen Gradientenabstieg, den wir auch aus den ersten Prinzipien in
meinem Buch Neuronale Netze selbst programmieren entwickelt haben. Die

Methode ist beliebt, weil sie einfach ist und mit wenigen Computerressourcen
auskommt.

Eine Schwäche des einfachen stochastischen Gradientenabstiegs ist aber, dass
er in der Verlustfunktion in einem lokalen Minimum hängen bleiben kann.
Zudem ist nachteilig, dass für alle lernbaren Parameter nur eine einzige Lernrate
gilt.

Es gibt mehrere populäre Alternativen, und eine bemerkenswerte heißt Adam.
Diese Methode stellt sich den beiden Herausforderungen direkt. Sie greift die
Idee des Impulses auf, um die Wahrscheinlichkeit zu verringern, in einem lokalen
Minimum stecken zu bleiben, etwa vergleichbar mit einem schweren Ball, der
durch ein kleines Schlagloch rollen kann, weil sein Impuls ihn darüber
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hinwegbefördert. Zudem verwendet die Methode für jeden Parameter eine
separate Lernrate, die sich daran anpassen lässt, wie jeder Parameter während
des Trainings verändert wird.

Wir setzen nun wieder den Code zurück, um MSELoss() und die Sigmoid-
Aktivierungsfunktion zu verwenden, und ändern den Optimierer von SGD in
Adam:

self.optimiser = torch.optim.Adam(self.parameters())

Trainieren Sie das Netz erneut mit drei Epochen. Bei mir beträgt die Trefferquote
mit den Testdaten wieder etwa 97%. Das ist immer noch eine große
Verbesserung gegenüber den 87% und sehr ähnlich der Verbesserung, die mit
der Aktivierungsfunktion LeakyReLU() erzielt wurde.

Abbildung 3-8 zeigt das Verlustdiagramm.

Abbildung 3-8: Verlustdiagramm bei Verwendung des Optimierers Adam

Der Verlust geht sehr schnell gegen null, und der Durchschnitt bleibt ebenfalls
sehr niedrig. Es sieht so aus, als wäre der Adam-Optimierer ziemlich effektiv.

Die Ausgabe für Datensatz 19 der Trainingsdaten zeigt, dass das Netz mit einem
sehr hohen Grad an Vertrauen das Bild als 4 interpretiert.
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Abbildung 3-9: Ausgabewerte für Datensatz 19 bei Verwendung des Optimierers Adam

Auch wenn das Ergebnis noch nicht perfekt ist, kann Adam für viele Aufgaben
eine gute Wahl sein.

Normalisierung
Die Gewichte in einem neuronalen Netz und die Signale, die ein Netz
durchlaufen, können potenziell große Werte annehmen. Wir haben bereits
gesehen, wie dies zu Sättigung führen und den Lernvorgang erschweren kann.

Es sind umfangreiche Forschungen dazu durchgeführt worden, welche Vorteile
es bringt, den Bereich der Parameter- und Signalwerte in einem Netz zu
verringern und auch die Werte so zu verschieben, dass sich ein Mittelwert von
null ergibt. Dies wird als Normalisierung bezeichnet.

Um diese Idee einfach umzusetzen, kann man sicherstellen, dass Signale, die an
eine Schicht des neuronalen Netzes angelegt werden, bereits normalisiert sind.

Wir kommen wieder zu dem Code zurück, der MSELoss, Sigmoid-
Aktivierungsfunktionen und den SGD-Optimierer verwendet, und rufen dann
LayerNorm(200) auf, um die Netzsignale zu normalisieren, bevor sie zur letzten
Schicht gelangen:

# Schichten des neuronalen Netzes definieren
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self.model = nn.Sequential(

nn.Linear(784, 200),

nn.LeakyReLU(0.02),

nn.LayerNorm(200),

nn.Linear(200, 10),

nn.LeakyReLU(0.02)

)

Nachdem das Netz erneut mit drei Epochen trainiert wurde, beträgt die
Trefferquote mit den Testdaten 91%. Gegenüber den 87% des einfachen Netzes
ist das eine ganz gute Verbesserung.

Sehen Sie sich das Verlustdiagramm in Abbildung 3-10 an.

Abbildung 3-10: Das Verlustdiagramm für das Netz mit normalisierten Daten

Der Verlust fällt schneller als beim einfachen Netz. Zudem sind die Verlustdaten
weniger verrauscht, wenn man ihre Dichte im Diagramm und nicht nur die
Höhen betrachtet.
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Abbildung 3-11: Ausgaben des neuronalen Netzes mit normalisierten Daten

Außerdem kann man in Abbildung 3-11 sehen, dass die Ausgaben des Netzes
wesentlich sauberer sind, einen sehr überzeugenden Wert für 4, aber auch einen
kleineren und verständlichen Wert für 9 aufweisen. Im Unterschied zum
einfachen Netz sind die anderen Werte praktisch null.

Erwähnenswert ist, dass selbst im Jahr 2020 die genauen Gründe dafür, wie und
warum Normalisierung beim Training neuronaler Netze förderlich ist, noch nicht
vollständig geklärt sind. Die Forschung veröffentlicht ständig Paper, die einen
neuen Blickwinkel bieten. Wir arbeiten mit neuen Techniken – und es bleibt
spannend!

Kombinierte Verfeinerungen
Wir bringen nun alle diese Verfeinerungen zusammen – BCE-Verlust, LeakyReLU-
Aktivierung, Adam-Optimierer und Schichtennormalisierung.

Da der BCE-Verlust keine Werte außerhalb des Bereichs 0 bis 1 annehmen kann,
die eventuell aus einer LeakyReLU entstehen, können wir nach der letzten
Schicht eine Sigmoid-Funktion vorsehen, aber eine LeakyReLU nach der
versteckten Schicht beibehalten.

# Schichten des neuronalen Netzes definieren

self.model = nn.Sequential(
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nn.Linear(784, 200),

nn.LeakyReLU(0.02),

nn.LayerNorm(200),

nn.Linear(200, 10),

nn.Sigmoid()

)

Trainiert man das Netz wieder mit drei Epochen, ergibt sich eine Trefferquote
von etwa 97%. Offenbar kommen wir auch mit einer Kombination unserer
Verfeinerungen nicht über 97% Genauigkeit. Um Weltklasseergebnisse zu
erhalten, sind komplexere Netzarchitekturen erforderlich, worauf wir hier aber
nicht eingehen.

Den Code, den wir entwickelt haben, finden Sie online unter:

https://github.com/makeyourownneuralnetwork/gan/blob/master/04_m
nist_classifier_refinements.ipynb

Lernziele
Wenn man mit neuen Daten arbeitet oder einen neuen Workflow

erstellt, hat es sich bewährt, die Daten in einer Vorschau zu

begutachten, um sicherzustellen, dass sie ordnungsgemäß geladen und

transformiert wurden.

PyTorch kann Ihnen einen Großteil der Arbeiten abnehmen, die beim

maschinellen Lernen anfallen. Um davon zu profitieren, müssen Sie mit

der Maschinerie von PyTorch arbeiten. Beispielsweise sollten neuronale

Netze von der PyTorch-Klasse nn.Module abgeleitet werden.

Es empfiehlt sich, Verlustwerte zu visualisieren, um zu sehen, wie gut

das Training verlaufen ist.
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Der mittlere quadratische Fehler eignet sich für Regressionsaufgaben,

bei denen die Ausgabe in einem kontinuierlichen Bereich liegen kann.

Für Klassifizierungsaufgaben, bei denen die Ausgabe 1 oder 0 für true
bzw. false liefern soll, ist die binäre Kreuzentropie besser geeignet.

Die herkömmliche Sigmoid-Aktivierungsfunktion leidet darunter, dass

bei großen Eingabewerten die Gradienten verschwinden. Dies führt zu

unbrauchbaren Rückkopplungssignalen für das Training eines Netzes.

Die ReLU-Aktivierungsfunktion löst dies durch gute Gradienten für

positive Eingaben. Eine weitere Verbesserung ergibt sich mit der

Funktion LeakyReLU, die auch für negative Werte einen kleinen, nicht

verschwindenden Gradienten liefert.

Der Adam-Optimierer nutzt den Impuls, um lokale Minima zu

übergehen, und verwaltet individuelle Lernraten für jeden lernbaren

Parameter. Bei vielen Aufgaben schneidet er besser ab als der einfache

SGD-Optimierer.

Normalisierung kann das Training von neuronalen Netzen stabilisieren.

Es ist üblich, die Anfangsgewichte eines Netzes zu normalisieren. Wenn

man die Signalwerte bei ihrem Durchlauf durch ein neuronales Netz mit

LayerNorm normalisiert, lässt sich auch die Performance eines Netzes

verbessern.
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