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KAPITEL 4

Regression und Vorhersage

Das vielleicht haufigste Ziel in der Statistik ist es, die Frage zu beantworten:
»Steht Variable X (bzw. wahrscheinlicher X;, ..., Xp) mit einer Variablen Y in

Beziehung, und, wenn ja, wie lautet dieser Zusammenhang, und kdnnen wir ihn
verwenden, um Y vorherzusagen?«

Nirgendwo ist die Verbindung zwischen Statistik und Data Science starker als im
Bereich der Vorhersage - insbesondere bei der Vorhersage einer
Ergebnisvariablen bzw. Zielgrofle auf der Grundlage der Werte anderer
Vorhersage- bzw. Pradiktorvariablen. Diese Verfahren, bei denen ein Modell mit
Daten trainiert wird, deren Ergebnis bekannt ist, um es anschlieRend auf Daten
anzuwenden, deren Ergebnis nicht bekannt ist, wird als tberwachtes Lernen
(engl. Supervised Learning) bezeichnet. Eine weitere wichtige Verbindung
zwischen der Data Science und der Statistik besteht im Bereich der
Anomalieerkennung, wo die Regressionsdiagnostik, die urspringlich zur
Datenanalyse und zur Verbesserung des Regressionsmodells vorgesehen war,
zur Erkennung ungewohnlicher Falle verwendet werden kann.

Lineare Einfachregression

Die lineare Einfachregression liefert ein Modell des Zusammenhangs zwischen
der Auspragung einer Variablen und der einer zweiten, z.B.: Wenn X ansteigt,

dann steigt auch Y an. Oder auch: Wenn X ansteigt, dann verringert sich Y. Die
Korrelation ist eine weitere Moglichkeit, die Beziehung zwischen zwei Variablen
zu messen (siehe Abschnitt »Korrelation« auf Seite 32). Der Unterschied besteht
darin, dass die Korrelation die Stdrke einer Beziehung zwischen zwei Variablen
misst und eine Regression hingegen die natiirliche Beschaffenheit der Beziehung
quantifiziert.

Schliisselbegriffe zur linearen Einfachregression

Antwortvariable

12



Die Variable, die wir vorhersagen mochten (engl. Response).
Synonyme
abhangige Variable, Y-Variable, Zielgrol3e, Ergebnisvariable
Unabhdngige Variable

Die Variable, die zur Vorhersage der Antwortvariablen verwendet wird (engl.
Independent Variable).

Synonyme
X-Variable, Merkmal, Attribut, Pradiktorvariable, Pradiktor, Feature
Beobachtung

Der Vektor mit den Werten der Pradiktor- und Antwortvariablen fiir eine bestimmte
Person oder einen bestimmten Fall (engl. Record).

Synonyme
Zeile, Fall, Instanz, Beispiel, Datenpunkt, Eintrag
Absolutglied

Der Schnittpunkt der Regressionsgeraden mit der y-Achse - d.h. der vorhergesagte
Wert bei X =0 (engl. Intercept).

Synonyme
Achsenabschnitt, Konstante, by, B, a
Regressionskoeffizient
Die Steigung der Regressionsgeraden.
Synonyme
Steigung, b1, B1, Parameterschatzer, Gewichte
Angepasste Werte

Der geschatzte Wert ¥j, den man aus der Regressionsgeraden erhilt (engl. Fitted

Values).
Synonym
vorhergesagte Werte
Residuen
Die Differenz zwischen den beobachteten Werten und den angepassten Werten.
Synonym
Fehler
Methode der kleinsten Quadrate

Die Methode zur Anpassung einer Regression mittels Minimierung der Summe der
quadrierten Residuen (engl. Least Squares).

Synonyme
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| gewohnliche Methode der kleinsten Quadrate, KQ-Methode, OLS-Methode

Die Regressionsgleichung

Eine einfache lineare Regression schatzt ab, um wie viel sich Y andert, wenn sich
X um einen bestimmten Betrag andert. Beim Korrelationskoeffizienten sind die
Variablen X und Y vertauschbar. Bei der Regression versuchen wir, Variable Y
mithilfe einer linearen Beziehung (d.h. einer Geraden) zu X vorherzusagen:

Y= bo + b1X
Dies liest sich: »Y ist gleich b; mal X, plus eine Konstante bg.« Das Symbol b ist

bekannt als das Absolutglied® bzw. im Fall der Einfachregression als der
Achsenabschnitt und das Symbol b; als die Steigung im Hinblick auf X. Beide
werden in der Ausgabe in R als Koeffizienten (engl. Coefficients) ausgegeben,
wobei der Begriff Koeffizient im allgemeinen Sprachgebrauch meist lediglich fir
b, genutzt wird. Die Variable Y wird als Antwortvariable oder abhdngige Variable
bezeichnet, da sie von X abhangt. Die Variable X wird Prdadiktorvariable oder
unabhéngige Variable genannt. In Fachkreisen im Bereich des maschinellen
Lernens neigt man dazu, andere Begriffe zu verwenden. Beispielsweise wird Y
als Zielvektor (engl. Target Vector) und X als Merkmalsvektor (engl. Feature Vector)
bezeichnet. In diesem Buch nutzen wir die Begriffe Pradiktor und Merkmal
synonym.

Betrachten Sie das Streudiagramm in Abbildung 4-1, das die Anzahl der Jahre,
die ein Arbeiter Baumwollstaub ausgesetzt war (Exposure, also Exposition),
mit einem Messwert der Lungenkapazitat (PEFR bzw. Peak Exspiratory Flow
Rate) in Zusammenhang bringt. Wie hangt PEFR mit Exposure zusammen? Es
fallt schwer, eine Aussage anhand des Diagramms zu treffen.

14



600 .
o ® °
[ J
® ®
5001 o 8 ) o "o°
= [ ]
o ® e %o ° ® ° s
o [ ] [ ] [ ] [ ] [ B
~ ® O ®
= 4001 o °s . 5 g8 s$88°,
= L4 ® ™
: o 3 : et
g : . IR 1
&0 300 ° $ t S
c
3 . |
P eeo 8 o
200 A L] ® bt ’
® o
®
1001 ®
0 5 10 15 20
Exposition (Exposure)

Abbildung 4-1: Baumwollexposition in Beziehung zur Lungenkapazitét

Bei einer einfachen linearen Regression wird versucht, die »beste« Gerade zu
finden, um die Antwortvariable PEFR als Funktion der Pradiktorvariablen
Exposure vorherzusagen:

PEFR = b+ b;Exposure

In R kann die Funktion lm genutzt werden, um eine lineare Regression
durchzufiihren bzw. anzupassen:

model <- 1m(PEFR ~ Exposure, data=lung)

Das Kiirzel Lm steht fiir lineares Modell (engl. Linear Model), und das Symbol ~
gibt an, dass PEFR durch Exposure vorhergesagt werden soll. Bei dieser
Modelldefinition wird der Achsenabschnitt automatisch berlicksichtigt und
geschatzt. Wenn Sie den Achsenabschnitt bewusst aus dem Modell herauslassen
mochten, mussen Sie die Modelldefinition wie folgt andern:

PEFR ~ Exposure - 1

Mit der print-Funktion kdnnen wir uns das Objekt mode 1 ausgeben lassen:
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Call:

Im(formula = PEFR ~ Exposure, data = lung)
Coefficients:

(Intercept) Exposure

424,583 -4.185

Der Achsenabschnitt, by, betragt 424,583 und kann als der vorhergesagte

PEFR-Wert fiir einen Arbeiter ohne jegliche Baumwollexposition (d.h. null
Jahre) interpretiert werden. Der Regressionskoeffizient, b;, kann wie folgt

interpretiert werden: Fir jedes zusatzliche Jahr, in dem ein Arbeiter
Baumwollstaub ausgesetzt ist, verringert sich der gemessene PEFR-Wert des
Arbeiters um -4,185.

In Python koénnen wir die Klasse LinearRegression aus dem Paket

scikit-learn verwenden. (Das Paket statsmodels hat ebenfalls eine
Implementierung der linearen Regression, die der R-Variante (sm.OLS)

ahnlicher ist; wir verwenden sie im weiteren Verlauf dieses Kapitels noch):
predictors = [‘Exposure’]
outcome = ‘PEFR’
model = LinearRegression()
model. fit(lung[predictors], lungl[outcome])
print(f’Achsenabschnitt: {model.intercept_:.3f}’)

print(f’Koeffizient von Exposure: {model.coef_[0]:.3f}’)

Die Regressionsgerade fur dieses Modell wird in Abbildung 4-2 gezeigt.
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Abbildung 4-2: Steigung und Achsenabschnitt der Regression, angepasst an die Lungendaten

Angepasste Werte und Residuen

Wesentliche Elemente der Regressionsanalyse sind die angepassten Werte (die
Vorhersagen) und die Residuen (die Vorhersagefehler). Im Allgemeinen werden

die Daten nicht genau auf die Gerade fallen, daher sollte die
Regressionsgleichung einen expliziten Fehlerterm bzw. Storterm e; enthalten:

Y,-=b0+b1X,-+e,-

Die angepassten Werte werden auch als vorhergesagte Werte bezeichnet und
tiblicherweise als ¥; (»y-Dach«) notiert. Sie sind definiert als:

Die Schreibweisen [’JO und [’Jl signalisieren, dass die Koeffizienten geschatzt
werden mussen und nicht bekannt sind.

g Dachnotation: Unterscheidung von Schatzern und bekannten Werten

Die Dachnotation wird zur Unterscheidung zwischen Schatzern und
Pt

bekannten Werten verwendet. Das Symbol b (»b-Dach«) ist also ein Schatzer
des unbekannten Parameters b. Warum unterscheiden die Statistiker
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zwischen dem geschatzten und dem wahren Wert? Der Schatzwert ist mit
Unsicherheit behaftet, wahrend der wahre Wert feststeht.3

Die Residuen é; berechnen wir, indem wir die vorhergesagten Werte von den
tatsdchlichen Werten subtrahieren:
é,‘ = Yi - Vi

In R erhalten wir die angepassten Werte und die Residuen mithilfe der
Funktionen predictund residuals:

fitted <- predict(model)
resid <- residuals(model)

Ausgehend von dem Modell LinearRegressionausdem scikit-learn-
Paket, verwenden wir die Methode predict mit dem Trainingsdatensatz, um
die angepassten Werte (fitted) und im Anschluss die residuals zu
erhalten. Wie Sie sehen werden, folgt der Ansatz bei allen Modellen des
scikit-learn-Pakets einem dhnlichen Muster:

fitted = model.predict(lung[predictors])

residuals = lung[outcome] - fitted

Abbildung 4-3 veranschaulicht die Residuen der an die Lungendaten
angepassten Regressionsgeraden. Die Residuen entsprechen der Lange der
vertikalen gestrichelten Linien von den jeweiligen Datenpunkten bis zur
Geraden.
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Abbildung 4-3: Die Residuen einer Regressionsgeraden (um alle Datenpunkte abbilden zu konnen,
unterscheidet sich die Skalierung der y-Achse von der in Abbildung 4-2, daher die scheinbar
unterschiedliche Steigung)

Die Methode der kleinsten Quadrate

Wie erfolgt die Anpassung des Modells an die Daten? Sofern ein eindeutiger
Zusammenhang besteht, ist es denkbar, dass Sie die Gerade einfach von Hand
ziehen. In der Praxis werden die Parameter der Regressionsgeraden so
geschatzt, dass die Summe der quadrierten Residuen, auch
Residuenquadratsumme oder Summe der quadrierten Residuen genannt (engl.
Residual Sum of Squares, RSS), minimiert wird:
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2

RSS = i(};—}'f})
i=1

2

= Y (- by
i=1

Die Werte der Schatzer l’JO und [’Jl werden so bestimmt, dass sie die RSS
minimieren.

Die Methode zur Minimierung der Summe der quadrierten Residuen wird als
Methode der kleinsten Quadrate bzw. gewohnliche Kleinste-Quadrate-Schatzung
bezeichnet (engl. Ordinary Least Squares, OLS). Sie wird oft dem deutschen
Mathematiker Carl Friedrich Gaul3 zugeschrieben, eigentlich wurde sie aber
erstmals im Jahr 1805 von dem franzosischen Mathematiker Adrien-Marie
Legendre veroffentlicht. Die Schatzung der Regressionsgleichung mithilfe der
Methode der kleinsten Quadrate kann schnell und einfach mit jedem
statistischen Standardprogramm durchgefiihrt werden.

Historisch gesehen, ist vor allem die Einfachheit der Berechnung ein Grund fir
die weite Verbreitung der Methode der kleinsten Quadrate in der Regression. Mit
dem Aufkommen groRer Datenmengen ist die Berechnungsgeschwindigkeit
immer noch ein wichtiger Faktor. Die Summe der quadrierten Residuen, die bei
der Methode der kleinsten Quadrate minimiert werden, ist wie auch der
Mittelwert (siehe »Median und andere robuste Lagemale« auf Seite 11)
empfindlich gegeniber Ausreilern - obwohl dies nur bei kleinen oder
mittelgrofden Datensatzen ein bedeutsames Problem darstellt. In »Ausreif3er«
auf Seite 181 erfahren Sie mehr zu Ausreilern im Zusammenhang mit
Regressionen.

«  Terminologie zur Regression

Wenn Analysten oder Forscher den Begriff Regression verwenden, beziehen sie
sich typischerweise auf die lineare Regression; der Schwerpunkt liegt
gewohnlich auf der Entwicklung eines linearen Modells zur Erklarung der
Beziehung  zwischen  Pradiktorvariablen und  einer  numerischen
Ergebnisvariablen. Im formalen statistischen Sinn umfasst die Regression auch
nicht lineare Modelle, die einen funktionalen Zusammenhang zwischen den
Pradiktorvariablen und der Ergebnisvariablen herstellen. In der Fachwelt des
maschinellen Lernens wird der Begriff gelegentlich auch lose genutzt, um die
Verwendung eines beliebigen Vorhersagemodells zu bezeichnen, das als
Vorhersage ein  numerisches Ergebnis liefert (im Gegensatz zu
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Klassifikationsverfahren, die eine bindre oder kategoriale Ergebnisvariable
vorhersagen).

Unterschied zwischen Vorhersage- und erkldarenden Modellen

Historisch gesehen, bestand die primare Verwendung der Regression darin, eine
angenommene lineare Beziehung zwischen Pradiktorvariablen und einer
Ergebnisvariablen zu beleuchten. Das Ziel im Rahmen einer Regression war es,
den Zusammenhang zu verstehen und ihn anhand der Daten zu erklaren. In
diesem Fall liegt das Hauptaugenmerk auf der geschatzten Steigung der
Regressionsgleichung. Okonomen interessieren sich beispielsweise fiir den
Zusammenhang zwischen Konsumausgaben und dem Wachstum des
Bruttoinlandsprodukts; Beamte des offentlichen Gesundheitswesens mochten
vielleicht verstehen, ob eine offentliche Informationskampagne zur Forderung
sicherer Sexualpraktiken wirksam ist. In solchen Fallen liegt der Fokus nicht auf
der Vorhersage einzelner Beobachtungen, sondern eher auf dem Verstandnis der
Gesamtbeziehung zwischen den Variablen.

Mit dem Aufkommen groRer Datenmengen wird die Regression haufig auch
verwendet, um ein Modell zur Vorhersage einzelner Ergebnisse fiir neue Daten
zu nutzen (d.h. ein Vorhersagemodell), anstatt die vorliegenden Daten zu
erkldren. In diesem Fall sind die wichtigsten Elemente die angepassten Werte Y.
Im Marketing kann die Regression z.B. verwendet werden, um die Veranderung
des Umsatzes infolge der Budgetanpassung einer Werbekampagne
vorherzusagen. Universitaten nutzen das Regressionsverfahren, um den Grade
Point Average (GPA) der Studenten auf Basis ihrer SAT-Ergebnisse (Scholastic
Assessment Test) vorherzusagen.

Ein Regressionsmodell, das die Daten gut abbildet, ist so zu interpretieren, dass
eine Anderung von X eine Anderung von Y bewirkt. Die Regressionsgleichung
allein stellt jedoch keinen Beleg fiir die Richtung des kausalen Zusammenhangs
dar. Schlussfolgerungen Uber die (Richtung der) Kausalitat miissen von einem
breiteren Verstandnis der Beziehung herriihren. Beispielsweise konnte eine
Regressionsgleichung einen eindeutigen Zusammenhang zwischen der Anzahl
der Klicks auf eine Webanzeige und der Anzahl der Konversionen aufzeigen.
Doch nicht die Regressionsgleichung, sondern unser Wissen uber die
Funktionsweise des Marketingprozesses lasst uns schlussfolgern, dass Klicks auf
die Anzeige zu Verkaufen flihren und nicht umgekehrt.

Kernideen

* Die Regressionsgleichung modelliert die Beziehung zwischen einer
Antwortvariablen Y und einer Pradiktorvariablen X als eine Gerade.
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* Ein Regressionsmodell liefert angepasste Werte und Residuen, d.h. Vorhersagen
fur die Antwortvariable und die entsprechenden Vorhersagefehler.

* Regressionsmodelle werden typischerweise durch die Methode der kleinsten
Quadrate angepasst.

* Die Regression wird sowohl zur Vorhersage als auch zur Modellierung kausaler
Zusammenhange genutzt.

Weiterfiihrende Literatur

Eine ausfihrlichere Erklarung der unterschiedlichen Aspekte zwischen
Vorhersagemodellen und Modellen, die einen Erklarungsgehalt bieten sollen,
finden Sie in Galit Shmuelis Artikel »To Explain or to Predict?«
(https://oreil.ly/4fVUY).

Multiple lineare Regression

Wenn mehrere Pradiktorvariablen vorliegen, kann die Gleichung einfach
erweitert werden, um sie ebenfalls zu berlicksichtigen:

Y=bg+ b1 X1 +bXy+ ... +bpX,+e
Anstelle einer Geraden haben wir jetzt ein lineares Modell, d.h., der

Zusammenhang zwischen den Koeffizienten und den jeweiligen Variablen
(Merkmalen) ist linear.

Schliisselbegriffe zur multiplen linearen Regression
Quadratwurzel des mittleren quadratischen Fehlers

Das mittlere Residuenquadrat bzw. die mittlere Residuenquadratsumme der
Regression; dies ist die am weitesten verbreitete Metrik zum Vergleich von
Regressionsmodellen (engl. Root Mean Squared Error, RMSE).

Synonyme

erwartete quadratische Abweichung, mittlerer quadratischer Fehler,
durchschnittliches Residuenquadrat

Standardfehler der Residuen

Dasselbe wie die Quadratwurzel des mittleren quadratischen Fehlers, aber bereinigt
um die Freiheitsgrade.

Synonyme

Residualstandardfehler, Standardfehler der Regression, Standardschatzfehler,
Standardfehler der Schatzung

BestimmtheitsmaR

Der Anteil der Varianz, der durch das Modell erklart wird, kann Werte zwischen 0 und
1 annehmen.
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Synonyme

R-Quadrat, RZ, Determinationskoeffizient
t-Statistik

Der Koeffizient eines Pradiktors, geteilt durch den Standardfehler des Koeffizienten;
eine Metrik, die einen Vergleich ermdglicht, welche Bedeutung Variablen im Modell
beigemessen wird (siehe »t-Tests« auf Seite 115).

Gewichtete Regression

Regression mit unterschiedlicher Gewichtung der Beobachtungen (engl. Weighted
Regression).

Alle anderen Konzepte der linearen Einfachregression, wie die
Anpassungsmethode der kleinsten Quadrate und die Definition von angepassten
Werten und Residuen, lassen sich ebenso auf die multiple lineare Regression
ubertragen. Die angepassten Werte sind zum Beispiel gegeben durch:

A ™

N

Yi= [‘JO + .{'J X1+ l‘JZXZ’,- +... +[‘J oXp,i

Beispiel: Die King-County-Immobiliendaten

Ein Anwendungsbeispiel der multiplen linearen Regression ist die Schatzung von
Immobilienwerten. Bezirkssachverstandige miussen zur Steuerfestsetzung den
Wert eines Hauses schatzen. Immobilienfachleute und Hauskaufer konsultieren
beliebte Webseiten wie Zillow (https://zillow.com), um einen angemessenen
Preis zu ermitteln. Hier sind einige Zeilen der Immobiliendaten fur King County
(Seattle), Washington, aufgefiihrt, die in unserem Datensatz house enthalten
sind:

head (house[, c(‘AdjSalePrice’, ¢‘SqFtTotLiving’, ¢‘SqFtLot’,
‘Bathrooms’,

‘Bedrooms’, ‘BldgGrade’)])
Source: local data frame [6 x 6]

AdjSalePrice SqFtTotLiving SqFtLot Bathrooms Bedrooms
BldgGrade

(dbl) (int) (int) (dbl) (int)
(int)
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1 300805 2400 9373 3.00 6

2 1076162 3764 20156 3.75 4
10

3 761805 2060 26036 1.75 4
8

4 442065 3200 8618 3.75 5
B

5 297065 1720 8620 1.75 4
7

6 411781 930 1012 1.50 2
8

Mit der Methode head kénnen wir uns die ersten Zeilen eines pandas-Data-
Frame auflisten lassen:

subset = [‘AdjSalePrice’, ¢SqFtTotLiving’, ‘SqFtLot’,
‘Bathrooms’,

‘Bedrooms’, ‘BldgGrade’]

house[subset] .head()

Unser Ziel ist es, den Verkaufspreis mithilfe der anderen Variablen
vorherzusagen. Flr den Fall der multiplen Regression nimmt die Funktion lm
einfach weitere Terme auf der rechten Seite der Gleichung entgegen; das
Argument na.action= na.omit bewirkt, dass das Modell Beobachtungen
mit fehlenden Werten ignoriert:

house_1lm <- Ilm(AdjSalePrice ~ SqFtTotLiving + SqgFtLot +
Bathrooms +
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Bedrooms + BldgGrade,
data=house, na.action=na.omit)

Im scikit-learn-Paket kann mit dem Modell LinearRegression
ebenso eine multiple lineare Regression durchgefiihrt werden:

predictors = [‘SqFtTotLiving’, ‘SqFtLot’, ‘Bathrooms’,
‘Bedrooms’, ‘BldgGrade’]

outcome = ‘AdjSalePrice’
house_1lm = LinearRegression()
house_T1lm. fit(house[predictors], house[outcome])
Wenn wir uns das Objekt house_lm ausgeben lassen, erhalten wir Folgendes:
house_1m
Call:

Im(formula = AdjSalePrice ~ SqFtTotLiving + SqFtLot +
Bathrooms +

Bedrooms + BldgGrade, data
na.omit)

house, na.action =

Coefficients:

(Intercept) SqFtTotLiving SqFtLot Bathrooms

-5.219e+05 2.288e+02 -6.047e-02 -1.944e+04
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Bedrooms BldgGrade

-4.777e+04 1.061e+05

Fiir das Modell LinearRegression erhalten wir das Absolutglied und die
Koeffizienten, indem wir die Methoden intercept_ und coef_ des zuvor
angepassten Modells aufrufen:

print(f’Absolutglied: {house_lm.intercept_:.3f}’)

print(‘Koeffizienten:’)

for name, coef 1in zip(predictors, house_1lm.coef_):
print(f’ {name}: {coef}’)

Die Interpretation der der Koeffizienten gestaltet sich wie bei der einfachen
linearen Regression: Der vorhergesagte Wert Y dndert sich um den Wert des
Koeffizienten bj, wenn X; um eine Einheit verandert wird, unter der Annahme,

dass alle anderen Variablen, X fir k # j, gleich bleiben. Zum Beispiel geht die

Fertigstellung eines zusatzlichen Quadratfulles Wohnflache einer Immobilie mit
einer geschatzten Werterhohung von etwa 229 § einher. Dementsprechend
interpretiert man die zusatzliche Fertigstellung von 1.000 Quadratfuly
Wohnflache so, dass der Wert im Durchschnitt um 228.800 § steigt.

Das Modell bewerten

Die aus datenwissenschaftlicher Sicht wohl wichtigste Kennzahl, die zur
Leistungsbewertung eines Modells herangezogen wird, ist die Quadratwurzel des
mittleren quadratischen Fehlers. Die Quadratwurzel des mittleren quadratischen
Fehlers (RMSE) der vorhergesagten bzw. angepassten Werte (V;) ist definiert als:
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RMSE = 4|
n

Auf diese Weise wird die Gesamtgenauigkeit des Modells gemessen, auf deren
Grundlage es mit anderen Modellen verglichen werden kann (einschlieBlich
Modellen, die mit Methoden des maschinellen Lernens angepasst wurden). Der
sogenannte Standardfehler der Residuen (engl. Residual Standard Error, RSE) ist
ahnlich wie die Quadratwurzel der mittleren quadratischen Fehler (RMSE)
definiert. Zur Berechnung des Standardfehlers der Residuen wird zusatzlich die
Anzahl an Pradiktoren p bertcksichtigt:

! 9
'y (1-*. — 'ﬁ")ﬂ
\J R | "r:] < “
RSE = \fl (n—=p-=1)

Der einzige Unterschied besteht darin, dass der Nenner in diesem Fall der Anzahl
der Freiheitsgrade entspricht und nicht der Anzahl der Beobachtungen (siehe
»Die Anzahl der Freiheitsgrade« auf Seite 121). In der praktischen Anwendung
fallt der Unterschied zwischen der Quadratwurzel des mittleren quadratischen
Fehlers und dem Standardfehler der Residuen meist sehr gering aus,
insbesondere bei linearen Regressionsmodellen, die auf groRen Datensatzen
basieren.

Mit der Funktion summary erhalten Sie in R sowohl den Standardfehler der
Residuen (Residual standard error) als auch andere Giutemale fiir ein
angepasstes Regressionsmodell:

summary (house_1m)

Call:

Im(formula = AdjSalePrice ~ SqFtTotLiving + SqFtLot +
Bathrooms +

Bedrooms + BldgGrade, data = house, na.action =
na.omit)
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Residuals:

Min 1Q Median 3Q Max

-1199479 -118908 -20977 87435 9473035

Coefficients:

Estimate Std. Error t value Pr(>|t])

(Intercept) -5.219e+05 1.565e+04 -33.342 < 2e-16 *xx*

SgFtTotLiving 2.288e+02 3.899e+00 58.694 < 2e-16 **x%

SqFtLot -6.047e-02 6.118e-02 -0.988 0.323
Bathrooms -1.944e+04 3.625e+03 -5.363 8.27e-08 **xx
Bedrooms -4.777e+04 2.490e+03 -19.187 < 2e-16 *x*x%
BldgGrade 1.061e+05 2.396e+03 44.277 < 2e-16 ***
Signif. codes: 0 ‘x%%x’ 0.001 ‘x%x’ 0.01 ‘x’ 0.05 “.’ 0.1 ¢
)

1

Residual standard error: 261300 on 22681 degrees of freedom

Multiple R-squared: 0.5406, Adjusted R-squared: 0.5405

F-statistic: 5338 on 5 and 22681 DF, p-value: < 2.2e-16



Das Paket scikit-learn bietet diverse Gitemalle im Rahmen der
verfligbaren Regressions- und Klassifikationsverfahren. In diesem Beispiel
verwenden wir die Funktionen mean_squared_error, um die
Quadratwurzel des mittleren quadratischen Fehlers, undr2_score, um das
Bestimmtheitsmal (R-Quadrat) zu berechnen:

fitted = house_lm.predict(house[predictors])

RMSE = np.sqrt(mean_squared_error (house[outcome], fitted))
r2 = r2_score(house[outcome], fitted)

print(f’RMSE: {RMSE:.0f}’)

print(f’r2: {r2:.4f}’)

In Python konnen Sie auch das statsmodels-Paket einsetzen, um eine
detailliertere Auswertung des Regressionsmodells zu erhalten:

model = sm.OLS(house[outcome],
house[predictors].assign(const=1))

results = model.fit()

results.summary ()

Die pandas-Methode assign verwenden wir, um den Pradiktorvariablen
noch eine konstante Spalte mit dem Wert 1 hinzuzufiigen. Dies ist erforderlich,
um das Absolutglied zu modellieren.

Eine weitere nitzliche Metrik in der Programmausgabe ist das

Bestimmtheitsmal3, auch R-Quadrat bzw. R2 genannt. Das Bestimmtheitsmal}

reicht von 0 bis 1 und misst den Anteil der Variation in den Daten, der durch das
Modell berticksichtigt wird. Es ist vor allem bei Regressionsmodellen, die zur
Erklarung dienen, nutzlich, bei denen Sie beurteilen mochten, wie gut das

Modell zu den Daten passt. Die Formel fiir R? lautet:
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2

R2_1_ S -7)
S0 =)’

Der Nenner verhalt sich proportional zur Varianz der Ergebnisvariablen Y. Die
Ausgabe in R weist auch ein adjustiertes Bestimmtheitsmals aus, bei dem die
Anzahl Freiheitsgrade korrigiert wird. Dies hat zur Folge, dass das Hinzufligen
weiterer Pradiktoren zu einem Modell faktisch bestraft wird. Bei Verwendung
groRer Datensatze unterscheidet sich dieser Wert im Rahmen der multiplen
Regression nur in seltenen Fallen signifikant vom BestimmtheitsmalZ (R-
Quadrat).

Sowohlin R als auch beim statsmodels-Paket in Python werden zusatzlich zu
den geschatzten Koeffizienten auch der Standardfehler der Koeffizienten (engl.
Standard Error of Coefficients, SE) und der entsprechende Wert der t-Statistik
ausgewiesen:

b
SE(b)
Der Wert der t-Statistik und sein Spiegelbild, der p-Wert, geben das Ausmal} an,
mit dem ein Koeffizient »statistisch signifikant« ist, d.h. aulderhalb des Bereichs
liegt, bei dem von einer zufalligen Verteilung zwischen Pradiktorvariablen und
der Zielvariablen ausgegangen werden kann. Je hoher der Wert der t-Statistik
(und je niedriger der p-Wert), desto signifikanter ist die Pradiktorvariable. Da
Pradiktorvariablen vor dem Hintergrund der Modelleigenschaften moglichst
sparsam eingesetzt werden sollten, bieten sich die Werte als gutes
Entscheidungskriterium an, um zu ermitteln, welche Pradiktoren einbezogen

werden sollten (siehe »Modellauswahl und schrittweise Regression« auf Seite
159).

’Fh

¢ Zusatzlich zum Wert der t-Statistik geben Statistikprogramme oft den p-Wert
(Pr(>|t|) in der Ausgabe in R) und den Wert der F-Statistik an. Data
Scientists beschaftigen sich im Allgemeinen weder mit der Interpretation dieser
Statistiken noch mit der Frage der statistischen Signifikanz. Sie konzentrieren
sich in erster Linie auf den Wert der t-Statistik, um ihn als niitzliche
Entscheidungshilfe dabei zu nutzen, ob eine Pradiktorvariable in ein Modell
aufgenommen werden sollte oder nicht. Hohe Werte der t-Statistik (die mit p-
Werten nahe 0 einhergehen) weisen darauf hin, dass ein Pradiktor in einem
Modell beibehalten werden sollte, wahrend sehr niedrige t-Statistiken darauf
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hindeuten, dass ein Pradiktor verworfen werden konnte (siehe »p-Wert« auf
Seite 111 fiir weitere Erlduterungen).

Kreuzvalidierung

Klassische statistische RegressionskenngrolRen (R2, F-Statistik und p-Werte) sind
allesamt »stichprobeninterne« (engl. in-Sample) Kenngrofien - sie werden auf
Grundlage derselben Daten ermittelt, die zur Anpassung des Modells verwendet
wurden. Es liegt auf der Hand, dass es durchaus sinnvoll ware, einen Teil der
ursprunglichen Daten beiseitezulegen, sie nicht zur Anpassung des Modells zu
verwenden und das Modell dann auf diesen zurlickgestellten (Hold-
out-)Datensatz anzuwenden, um zu sehen, wie gut es abschneidet.
Normalerweise verwenden wir den Grofteil der Daten zur Anpassung des
Modells und einen kleineren Teil zum Testen des Modells.

Diese Idee der »Out-of-Sample«-Validierung ist nicht neu, aber sie hat sich erst
richtig mit der zunehmenden Verbreitung grolier Datenmengen durchgesetzt;
bei einem kleinen Datensatz tendieren Analysten hingegen in der Regel dazu,
alle Daten zu verwenden und das bestmogliche Modell anzupassen.

Wenn Sie eine Hold-out-Stichprobe verwenden, sind Sie jedoch einer gewissen
Unsicherheit ausgesetzt, die sich schlicht aus der Variabilitat der kleinen Hold-
out-Stichprobe ergibt. Wie unterschiedlich wiirde die Bewertung ausfallen,
wenn Sie eine andere Hold-out-Stichprobe auswahlten?

Die Kreuzvalidierung dehnt die Idee einer Hold-out-Stichprobe auf mehrere
aufeinanderfolgende Ziehungen von Hold-out-Stichproben aus. Der Algorithmus
fir die grundlegende k-fache Kreuzvalidierung (engl. k-Fold Cross-Validation) ist
wie folgt:

1. Legen Sie 1/k der Daten als Hold-out-Stichprobe beiseite.
2. Trainieren Sie das Modell mit den ubrigen Daten.

3. Wenden Sie das Modell auf die Hold-out-Stichprobe mit 1/k der Daten an
und erfassen Sie die erforderlichen Glitemal3e zur Bewertung des Modells.

4. Fuhren Sie die erste 1/k-Hold-out-Stichprobe wieder den restlichen Daten
zu, ziehen Sie eine weitere 1/k-Hold-out-Stichprobe (unter Ausschluss aller
Beobachtungen, die beim ersten Mal ausgewahlt wurden) und legen Sie sie
beiseite.

5. Wiederholen Sie die Schritte 2 und 3.

6. Wiederholen Sie dieses Vorgehen, bis alle Beobachtungen jeweils einmal in
einer Hold-out-Stichprobe verwendet wurden.
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7. Bilden Sie den Mittelwert fur Ihre ermittelten GlitemalRe oder fassen Sie sie
auf andere Weise zusammen.

Die Aufteilung der Daten in eine Trainingsstichprobe und eine Hold-out-
Stichprobe wird im Englischen auch als Fold bezeichnet.

Modellauswahl und schrittweise Regression

Bei einigen Fragestellungen konnten viele Variablen als Pradiktorvariablen in
einer Regression verwendet werden. Um zum Beispiel den Immobilienwert
vorherzusagen, konnten zusatzliche Variablen wie die GroRe des Kellers oder
das Baujahr einbezogen werden. In R lassen sich weitere Pradiktorvariablen
problemlos zur Regressionsgleichung hinzufugen:

house_full <- lm(AdjSalePrice ~ SqFtTotLiving + SqFtLot +
Bathrooms +

Bedrooms + BldgGrade + PropertyType +
NbrLivingUnits +

SqFtFinBasement + YrBuilt + YrRenovated +
NewConstruction,

data=house, na.action=na.omit)

In Python mussen wir kategoriale und boolesche Variablen erst in numerische
Werte Uberfiihren:

predictors = [‘SqFtTotLiving’, ‘SqFtLot’, ‘Bathrooms’,
‘Bedrooms’, ‘BldgGrade’,

‘PropertyType’, ‘NbrLivingUnits’,
‘SqFtFinBasement’, ‘YrBuilt’,

‘YrRenovated’, ‘NewConstruction’]

X = pd.get_dummies(house[predictors], drop_first=True)
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X[ *NewConstruction’] = [1 if nc else O for nc 1in
X[ *NewConstruction’]]

house_full = sm.OLS(house[outcome], X.assign(const=1))
results = house_full.fit()

results.summary ()

Weitere Variablen hinzuzufiigen, bedeutet jedoch nicht unbedingt, dass wir ein
besseres Modell erhalten. Statistiker orientieren sich bei der Wahl eines Modells
an dem Prinzip von Ockhams Rasiermesser (auch als Prinzip der Parsimonie oder
Sparsamkeitsprinzip bekannt): Sofern alle anderen Aspekte gleich sind, sollte
ein einfacheres Modell einem komplizierteren Modell vorgezogen werden.

Zusatzliche Variablen einzubeziehen, verringert immer die Quadratwurzel des

mittleren quadratischen Fehlers und erhoht das R? in Bezug auf die
Trainingsdaten. Daher sind diese MalRe nicht geeignet, um die Modellwahl zu
stiitzen. Ein Ansatz, bei dem die Modellkomplexitat berticksichtigt wird, ist das

adjustierte bzw. korrigierte R%:

"

/

v o n—1
e=1—(1—R"
ady ( )H—P—l

Dabei steht n fir die Anzahl der Beobachtungen und P fiir die Anzahl der
Variablen im Modell.

In den 1970er-Jahren entwickelte Hirotugu Akaike, ein angesehener japanischer
Statistiker, ein Mal}, das als Informationskriterium nach Akaike (engl. Akaike’s
Information Criteria, AIC) bezeichnet wird und das das Hinzufligen von Variablen
zu einem Modell bestraft. Im Fall einer Regression entspricht das AIC folgendem
Ausdruck:

AIC=2P +nlog(RSS/n)

wobei P fiir die Anzahl der Variablen und n fiir die Anzahl der Beobachtungen
steht. Unser Ziel ist es, das Modell zu finden, das das AIC minimiert. Wie sich
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zeigen lasst, werden k zusatzliche Variablen in einem Modell mit dem Faktor 2k
bestraft.

% AIC, BIC und Mallows’ Cp-Statistik

N Die Formel fiir das AIC mag ein bisschen unklar erscheinen. Genau
genommen, basiert sie auf asymptotischen Schlussfolgerungen der
Informationstheorie. Es gibt mehrere Varianten des AIC:

AlCc

Eine flr kleine Stichprobenumfange korrigierte Version des AIC.

BIC bzw. bayessches Informationskriterium

Ahnlich wie das AIC, jedoch werden zusatzlich aufgenommene
Modellvariablen starker bestraft.

Mallows’ C p-Statistik

Eine von Colin Mallows entwickelte Variante des AIC.

Diese werden typischerweise als stichprobeninterne (»in-Sample«) Male
(d.h. bei Verwendung des Trainingsdatensatzes) mit ausgegeben. Data
Scientists, die Hold-out-Datensatze zur Modellbewertung heranziehen,
brauchen sich keine Gedanken (iber die Unterschiede zwischen ihnen
oder der ihnen zugrundeliegende Theorie zu machen.

Doch wie finden wir das Modell, das sowohl das AIC minimiert als auch das
adjustierte R maximiert? Ein Weg besteht darin, alle moglichen Modelle
auszuprobieren - ein Ansatz namens All Subset Regression. Dieser Ansatz ist
rechnerisch sehr aufwendig und bei Fragestellungen mit grof3en Datensatzen
und vielen Variablen nicht durchfihrbar. Eine attraktive Alternative ist die
Verwendung einer schrittweisen Regression (engl. Stepwise Regression). Bei
diesem Ansatz konnte man mit einem vollstandigen Modell beginnen und
Variablen, die keinen sinnvollen Beitrag leisten, sukzessive rauslassen. Dies wird
als Riickwadrtselimination (engl. Backward Elimination) bezeichnet. Alternativ
konnte man mit einem Modell beginnen, das zundchst nur ein konstantes
Absolutglied enthalt, und nach und nach Variablen hinzufligen
(Vorwdrtsselektion, engl. Forward Selection). Als dritte Moglichkeit konnen wir
auch nacheinander Pradiktorvariablen hinzufligen und wieder weglassen, um

ein Modell auszumachen, bei dem das AIC niedriger bzw. das adjustierte R?
hoher ausfallt. Das Paket MASS in R von Venebles und Ripley bietet eine
Funktion flr ein schrittweises Regressionsverfahren namens stepAIC:

library (MASS)
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step <- stepAIC(house_full, direction=“both”)

step

Call:

Im(formula = AdjSalePrice ~ SqFtTotLiving + Bathrooms +
Bedrooms +

BldgGrade + PropertyType + SqFtFinBasement + YrBuilt,
data = house,

na.action = na.omit)

Coefficients:

(Intercept) SqFtTotLiving
6.179e+06 1.993e+02
Bathrooms Bedrooms
4.240e+04 -5.195e+04

BldgGrade PropertyTypeSingle Family

1.372e+05 2.291e+04
PropertyTypeTownhouse SqFtFinBasement
8.448e+04 7.047e+00

YrBuilt
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-3.565e+03

Die scikit-learn-Bibliothek bietet keine Implementierung fiir eine
schrittweise Regression. Wir haben hierfir  die Funktionen
stepwise_selection, forward_selection und
backward_eliminationinunserem Paket dmba implementiert:
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y = house[outcome]

def train_model(variables): o

if len(variables) == 0:
return None

model = LinearRegression()

model.fit(X[variables], vy)

return model

def score_model(model, variables): 9
if len(variables) ==

return AIC_score(y, [y.mean()] * len(y), model,
df=1)

return AIC_score(y, model.predict(X[variables]), model)

best_model, best_variables = stepwise_selection(X.columns,
train_model,

score_model, verbose=True)



print(f’Absolutglied: {best_model.intercept_:.3f}’)
print(‘Koeffizienten:?’)
for name, coef 1in zip(best_variables, best_model.coef_):

print(f’ {name}: {coef}’)

o Wir definieren eine Funktion, die ein angepasstes Modell fur einen
bestimmten Satz von Variablen zurlickgibt.

e Wir definieren eine Funktion, die eine Bewertung fiir ein gegebenes
Modell und einen bestimmten Satz von Variablen zurtickgibt. In diesem
Fall verwenden wir zur Bewertung das AIC (AIC_score), das im
Paket dmba implementiert ist.

Die Funktion hat ein Modell ermittelt, bei dem mehrere Variablen aus dem
house_full-Datensatz entfernt wurden: SqFtLot, NbrLivingUnits,
YrRenovatedund New Construction.

Noch einfacher gestalten sich die Vorwdrtsselektion und die Riickwdrtsselektion.
Im Rahmen der Vorwartsselektion beginnen Sie ohne eine Pradiktorvariable und
fugen diese nacheinander dem Modell hinzu, wobei Sie bei jedem Schritt die
Pradiktorvariable hinzufiigen, die den groBten Beitrag zum R? leistet, bis der
Beitrag einer Variablen nicht mehr statistisch signifikant ist. Bei der
Ruckwartsselektion bzw. Riickwdrtselimination beginnen Sie zunachst mit dem
vollstandigen Modell und entfernen nach und nach die Pradiktorvariablen, die
statistisch nicht signifikant sind, bis Sie ein Modell erhalten, in dem alle
Pradiktoren statistisch signifikant sind.

Die penalisierte Regression ahnelt im Wesentlichen dem Ansatz beim AIC. Anstatt
explizit einen Satz von Modellen zu durchsuchen, enthalt die
Modellanpassungsgleichung eine Nebenbedingung, die das Modell fiir zu viele
Variablen (Parameter) bestraft. Anstatt Pradiktorvariablen vollstandig zu
eliminieren - wie bei der schrittweisen vorwarts- und rickwartsgerichteten
Selektion -, wendet die penalisierte Regression die Bestrafung durch eine
Verringerung des Werts der Koeffizienten an, in einigen Fallen bis nahe null.
Gangige penalisierte Regressionsmethoden sind die Ridge Regression und die
Lasso Regression.

37



Die schrittweise Regression und die All Subset Regression sind sogenannte In-
Sample-Methoden, mit denen Modelle bewertet und optimiert werden konnen.
Dies bedeutet, dass die Modellauswahl moglicherweise einer Uberanpassung
(Anpassung an das statistische Rauschen in den Daten) unterliegt und das
Modell moglicherweise nicht so gut abschneidet, wenn es auf neue Daten
ubertragen wird. Ein Ublicher Ansatz, diesem Umstand zu begegnen, ist ein
Modellbewertungsverfahren, bei dem auf den Ansatz der Kreuzvalidierung
zurlickgegriffen wird. Bei der linearen Regression ist die Uberanpassung
aufgrund der einfachen (linearen) globalen Struktur, die den Daten auferlegt
wird, normalerweise kein groRes Problem. Flr anspruchsvollere Modelltypen,
insbesondere bei iterativen Verfahren, bei denen die lokale Datenstruktur
beriicksichtigt wird, ist die Kreuzvalidierung ein sehr wichtiges Hilfsmittel (siehe
»Kreuzvalidierung« auf Seite 158 fiir Einzelheiten).

Gewichtete Regression

Die gewichtete Regression wird von Statistikern fur eine Vielzahl von
Anwendungen genutzt, und sie ist insbesondere fiir die Analyse komplexer
Umfragen bedeutend. Fiir Data Scientists kann eine gewichtete Regression in
zwei Fallen zweckmaRig sein:

e Im Rahmen der inversen Varianzgewichtung, wenn verschiedene
Beobachtungen mit unterschiedlicher Genauigkeit gemessen wurden;
die Beobachtungen mit hoherer Varianz erhalten geringere Gewichte.

e Bei der Analyse von Daten, bei denen die Zeilen jeweils mehrere
Beobachtungen reprasentieren; die Gewichtungsvariable codiert
hierbei, wie viele urspriingliche Beobachtungen jede Zeile
reprasentiert.

Beispielsweise sind bei unseren Immobiliendaten altere Verkaufe weniger
zuverlassig als erst kirzlich getatigte. Wenn wir die Variable DocumentDate
zur Bestimmung des Jahres des Verkaufs einsetzen, konnen wir einen
Gewichtungsfaktor (Weight) auf Basis der Anzahl der Jahre berechnen, die seit
dem Jahr 2005 vergangen sind (dem Beginn der Datenaufzeichnung):

R
library(lubridate)

house$Year = year (house$DocumentDate)
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house$Weight = house$Year - 2005

Python

house[‘Year’] = [int(date.split(¢-¢)[0]) for date 1in
house.DocumentDate]

house[ ‘Weight’] = house.Year - 2005

Die gewichtete Regression konnen wir ebenfalls mit der Funktion 1m berechnen,
indem wir der Funktion einfach ein zusatzliches Argument, weight, Gibergeben:

house_wt <- lm(AdjSalePrice ~ SqFtTotLiving + SqFtLot +
Bathrooms +

Bedrooms + BldgGrade,

data=house, weight=Weight)

round (cbind (house_lm=house_lm$coefficients,

house_wt=house_wt$coefficients), digits=3)

house_1m house_wt

(Intercept) -521871.368 -584189.329

SqFtTotLiVi ng 228.831 245.024
SgFtLot -0.060 -0.292
Bathrooms -19442.840 -26085.970

Bedrooms -47769.955 -53608.876
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BldgGrade 106106.963 115242.435

Die Koeffizienten in der gewichteten Regression unterscheiden sich leicht von

denen der ursprunglichen Regression.

Die meisten Modelle im scikit-learn-Paket akzeptieren Gewichtsfaktoren
unter Nutzung des Schliisselwortarguments sample_we1ight im Rahmen des

Aufrufs der f1t-Methode:

predictors = [‘SqFtTotLiving’, ¢SqFtLot’, ‘Bathrooms’,

‘Bedrooms’, ‘BldgGrade’]

outcome = ‘AdjSalePrice’

house_wt = LinearRegression()

house_wt.fit(house[predictors], house[outcome],
sample_weight=house.Weight)

Kernideen

Die multiple lineare Regression modelliert den Zusammenhang zwischen einer
Antwortvariablen Y und mehreren Pradiktorvariablen X1, ...,Xp.
Die wichtigsten Mal3e zur Bewertung eines Modells sind die Quadratwurzel des

mittleren quadratischen Fehlers und das Bestimmtheitsmaf} (Rz).

Der Standardfehler der Koeffizienten kann verwendet werden, um die Reliabilitat
des Beitrags einer Variablen zu einem Modell zu bestimmen.

Die schrittweise Regression ist eine Moglichkeit, automatisch zu bestimmen,
welche Variablen in das Modell einbezogen werden sollten.
Die gewichtete Regression wird verwendet, um bestimmten Beobachtungen

mehr oder weniger Gewicht im Hinblick auf die Anpassung der
Regressionsgleichung zu geben.

Weiterfiihrende Literatur

Eine ausgezeichnete Erlauterung zur Kreuzvalidierung und zum Resampling-
Verfahren finden Sie in An Introduction to Statistical Learning von Gareth James,

Daniela Witten, Trevor Hastie und Robert Tibshirani (Springer, 2013).
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Vorhersage mittels Regression

In der Data Science besteht der primare Anwendungszweck der Regression
darin, Vorhersagen zu treffen. Dies sollte man im Hinterkopf behalten, da die
Regression als eine altbewahrte statistische Methode mit einer gewissen
Uberfrachtung einhergeht, die vor allem auf ihre traditionelle Rolle als
erklarendes Modellierungsinstrument zurlickgeht und weniger auf ihre
Verwendung im Rahmen der Vorhersage.

Schliisselbegriffe zur Vorhersage mittels Regression
Vorhersageintervall
Ein Unsicherheitsintervall um einen einzelnen vorhergesagten Wert.
Synonym
Prognoseintervall
Extrapolation

Die Ausweitung eines Modells Uber den zu seiner Anpassung verwendeten
Wertebereich der Daten hinaus.

Risiken bei der Extrapolation

Regressionsmodelle sollten nicht verwendet werden, um tber den Wertebereich
der Daten hinaus zu extrapolieren (abgesehen von Modellen, die zur Vorhersage
von Zeitreihen genutzt werden) Das Modell ist nur flir vorhergesagte Werte
gliltig, fir die die Daten eine ausreichende Anzahl an Beobachtungen aufweisen
(selbst wenn genligend Daten zur Verfligung stehen, kdnnte es andere Probleme
geben - siehe »Regressionsdiagnostik« auf Seite 180). Nehmen wir zur
Veranschaulichung einen  Extremfall. Angenommen, die Regression
(model_1m) wiirde verwendet, um den Wert einer leeren Parzelle mit einer
Grundstiicksflache von 5.000 Quadratful® vorherzusagen. In einem solchen Fall
hatten alle Pradiktorvariablen, die sich auf das Gebaude beziehen, einen Wert
von 0, und die Regressionsgleichung wiirde eine absurde Vorhersage fiir den
Immobilienwert in Hohe von -521.900 + 5.000 x -.0605 = -522.202 $ ergeben.
Wodurch lasst sich dies erklaren? Die Daten enthalten nur Parzellen mit
Gebauden - es gibt keine Beobachtungen, die leer stehenden Grundstiicken
entsprechen. Dementsprechend verfligt das Modell Giber keinerlei Informationen
dartber, wie der Verkaufspreis leer stehender Grundstlicke vorhergesagt werden
kann.
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Konfidenz- und Prognoseintervalle

Ein GroRteil der Statistik befasst sich mit dem Verstandnis und der Messung von
Variabilitdt (Unsicherheit). Die t-Statistiken und p-Werte, die in der
Regressionsausgabe berichtet werden, geben dariiber auf formale Weise
Aufschluss, was mitunter auch fiir die Auswahl von Variablen nitzlich ist (siehe
»Das Modell bewerten« auf Seite 155). Noch niitzlicher sind Konfidenzintervalle,
d.h. Unsicherheitsintervalle, die um die Regressionskoeffizienten und die
Vorhersagen gelegt werden. Einen nachvollziehbaren Ansatz hierzu bietet uns
das Bootstrap-Verfahren (siehe »Bootstrap-Verfahren« auf Seite 65 fiir weitere
Details hinsichtlich des allgemeinen Bootstrap-Verfahrens). Die in der
Programmausgabe einer Regression am  haufigsten anzutreffenden
Konfidenzintervalle sind die Intervalle fir die Regressionsparameter
(Koeffizienten). Sehen wir uns den Bootstrap-Algorithmus an, mit dem wir die
Konfidenzintervalle der Regressionsparameter (Koeffizienten) fiir einen
Datensatz mit P Pradiktorvariablen und n Beobachtungen (Zeilen) erzeugen
kdnnen:

1. Betrachten Sie jede Zeile (einschlieRlich der Ergebnisvariablen) als ein
einzelnes »Los« und legen Sie alle n Lose in eine Urne.

2. Ziehen Sie ein Los nach dem Zufallsprinzip, erfassen Sie die Werte und
legen Sie es in die Urne zurlick.

3. Wiederholen Sie Schritt 2 n Mal; Sie haben jetzt eine Bootstrap-Stichprobe
(Resample).

4. Passen Sie eine Regression an die Bootstrap-Stichprobe an und halten Sie
die geschatzten Koeffizienten fest.

5. Wiederholen Sie die Schritte 2 bis 4 beispielsweise 1.000 Mal.

6. Sie haben nun 1.000 Werte fiir jeden Koeffizienten auf Basis der Resamples,
die mittels Bootstrap-Verfahren erhoben wurden; ermitteln Sie nun die
entsprechenden Perzentile fir jeden Koeffizienten (z.B. das 5%- und das
95%-Perzentil flr ein 90%-Konfidenzintervall).

In R konnen Sie die Funktion Boot verwenden, um echte Bootstrap-
Konfidenzintervalle fiir die Koeffizienten zu berechnen, oder Sie konnen einfach
die formelbasierten Intervalle nutzen, die in der standardmaRigen Ausgabe in R
enthalten sind. Beide Ansatze sind von ihrer konzeptionellen Bedeutung und
Interpretation her gleich, und fiir Data Scientists sind die Unterschiede nicht von
besonderer Bedeutung, da sie sich auf die Regressionskoeffizienten beziehen.
Von groRerem Interesse fir Data Scientists sind hingegen Intervalle fiir die
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vorhergesagten y-Werte (/). Die Unsicherheit beziiglich i lasst sich auf zwei
verschiedene Faktoren zurlickfiihren:

e Auf die Unsicherheit dariliber, welche die relevanten Pradiktorvariablen
bzw. Koeffizienten sind (siehe vorherigen Bootstrap-Algorithmus).

e Auf zusatzliche Fehler der einzelnen Datenpunkte.

Den jeweiligen Datenpunktfehler kann man sich wie folgt vorstellen: Selbst
wenn wir mit Sicherheit wissten, wie die Regressionsgleichung lautet (wenn wir
z.B. eine grofRe Anzahl von Beobachtungen hatten, um sie zu beriicksichtigen),
werden die tatsdchlichen Ergebniswerte fur einen gegebenen Satz von
Pradiktorwerten variieren. Zum Beispiel konnen verschiedene Hauser - jedes
mit acht Zimmern, einem 6.500 Quadratful} groRen Grundstiick, drei
Badezimmern und einem Keller - unterschiedliche Werte aufweisen. Diesen
individuellen Fehler konnen wir mit den Residuen der angepassten Werte
modellieren. Ein Bootstrap-Algorithmus, mit dem wir sowohl den Fehler des
Regressionsmodells als auch die individuellen Datenpunktfehler modellieren
konnten, wiirde wie folgt aussehen:

1. Ziehen Sie eine Bootstrap-Stichprobe (Resample) aus den Daten (wie zuvor
ausfiihrlicher beschrieben wurde).
2. Passen Sie die Regression an und sagen Sie den neuen Wert voraus.

3.Nehmen Sie nach dem Zufallsprinzip ein einzelnes Residuum aus der
urspriinglichen angepassten Regressionsgleichung, addieren Sie es zum
vorhergesagten Wert und halten Sie das Ergebnis fest.

4. Wiederholen Sie die Schritte 1 bis 3 beispielsweise 1.000 Mal.
5. Finden Sie das 2,5%- und das 97,5%-Perzentil der ermittelten Werte.

Kernideen

¢ Eine Extrapolation liber den Wertebereich der Daten hinaus kann zu Fehlern
flihren.

¢ Konfidenzintervalle quantifizieren die Unsicherheit beziiglich der
Regressionskoeffizienten.

* Vorhersageintervalle beziffern die Unsicherheit in Bezug auf einzelne
Vorhersagen.

* Die meisten Softwareprogramme einschlielRlich R geben Vorhersage- und

Konfidenzintervalle mithilfe von mathematischen Formeln aus, sowohl in der
standardmaRigen Ausgabe als auch bei eigens spezifizierter Ausgabe.
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* Das Bootstrap-Verfahren kann auch zur Erzeugung von Vorhersage- und
Konfidenzintervallen verwendet werden; die Interpretation und die Idee sind
dabei gleich.

< Vorhersage- oder Konfidenzintervall?

Ein Vorhersageintervall bezieht sich auf die Unsicherheit eines einzelnen Werts,
wahrend ein Konfidenzintervall sich auf einen Mittelwert oder eine andere aus
mehreren Werten berechnete Statistik bezieht. Daher wird fiir gewohnlich ein
Vorhersageintervall fiir einen gegebenen Wert bedeutend breiter ausfallen als
ein Konfidenzintervall. Wir modellieren diesen individuellen Fehler des Werts in
dem Bootstrap-Modell, indem wir ein einzelnes Residuum auswahlen, das sich
fir einen bestimmten vorhergesagten Wert ergibt. Welche Art von Intervall
sollten Sie verwenden? Das ist abhangig vom Kontext und dem Zweck der
Analyse, aber im Allgemeinen sind Data Scientists an spezifischen
Einzelvorhersagen interessiert; daher ware ein Vorhersageintervall geeigneter.
Wenn Sie ein Konfidenzintervall nutzen, obwohl Sie eigentlich ein
Vorhersageintervall verwenden sollten, wird die Unsicherheit fiir einen
gegebenen vorhergesagten Wert stark unterschatzt.

Regression mit Faktorvariablen

Faktorvariablen, die auch als kategoriale Variablen bezeichnet werden, nehmen
eine begrenzte Anzahl diskreter Werte an. Zum Beispiel kann der Zweck eines
Darlehens »Schuldenkonsolidierung«, »Hochzeit«, »Auto« oder Ahnliches sein.
Eine binare Variable (ja/nein), auch Indikatorvariable genannt, ist ein Sonderfall
einer Faktorvariablen. Da die Regression numerische Eingaben erfordert,
mussen Faktorvariablen, bevor sie im Modell verwendet werden konnen, neu
codiert werden. Der am haufigsten verwendete Ansatz besteht darin, eine
Variable in einen Satz binarer Dummy-Variablen umzuwandeln.

Schliisselbegriffe zu Faktorvariablen
Dummy-Variablen

Binare Variablen (0/1), die durch Neucodierung von Faktorvariablen zur Verwendung
in Regressions- und anderen Modellen abgeleitet werden.

Referenzcodierung

Die von Statistikern am haufigsten verwendete Codierungsform, bei der eine
Faktorstufe als Referenz verwendet wird und andere Faktorstufen mit dieser
Faktorstufe verglichen werden.

Synonym
Behandlungscodierung

1-aus-n-Codierung
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Eine im Bereich des maschinellen Lernens haufig verwendete Codierungsart, bei der
alle Faktorstufen beibehalten werden (engl. One-Hot-Encoder). Obwohl dieser Ansatz
fur bestimmte Algorithmen des maschinellen Lernens nutzlich ist, eignet er sich nicht
fur die multiple lineare Regression.

Abweichungscodierung

Eine Codierungsart, bei der jede Faktorstufe mit dem Gesamtmittelwert verglichen
wird und nicht mit der Referenzstufe.

Synonym

Summenkontraste

Darstellung durch Dummy-Variablen

In den Immobiliendaten fiir King County gibt es eine Faktorvariable fur den
Immobilientyp (PropertyType). Die ersten Beobachtungen in dem Datensatz
sehen hinsichtlich dieser Variablen wie folgt aus:
R:
head (house[, ‘PropertyType’])
Source: local data frame [6 x 1]
PropertyType

(fctr)

1 Multiplex

N

Single Family

w

Single Family

4 Single Family

&)}

Single Family

6 Townhouse
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Python:

house.PropertyType.head()

Es gibt drei mogliche Werte: Multiplex (Mehrfamilienhaus), Single
Family (Einfamilienhaus) und Townhouse (Stadthaus). Um diese
Faktorvariable zu verwenden, miissen wir sie in einen Satz binarer Variablen

umwandeln. Dazu erstellen wir fur jeden moglichen Wert der Faktorvariablen

eine binare Variable. In R verwenden wir hierzu die Funktion model.matri x:*

prop_type_dummies <- model.matrix(~PropertyType -1,
data=house)

head (prop_type_dummies)

PropertyTypeMultiplex PropertyTypeSingle Family
PropertyTypeTownhouse

1 1 0]
0
2 0] 1
0
3 0 1
0
4 0 1
0
5 0 1
0
6 0 0
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Die Funktion mode 'l . matrix wandelt einen Data Frame in eine fiir ein lineares
Modell geeignete Matrix um. Die Faktorvariable PropertyType, die drei
verschiedene Auspragungen bzw. Stufen hat, wird als eine Matrix mit drei
Spalten dargestellt. Im Bereich des maschinellen Lernens wird diese Darstellung
als I-aus-n-Codierung bezeichnet (siehe »1-aus-n-Codierung« auf Seite 253).

In Python konnen wir kategoriale Variablen mit der pandas-Methode
get_dummies in Dummy-Variablen umwandeln:

pd.get_dummies(house[ ‘PropertyType’]) .head() o

pd.get_dummies(house[ ‘PropertyType’],
drop_first=True) .head()

o Gibt standardmalig eine 1-aus-n-Codierung der kategorialen
Variablen zurtick.

e Das Schliisselwortargument drop_first bewirkt, dass P - 1
Spalten zurlickgegeben werden. Damit vermeiden Sie das
Multikollinearitatsproblem.

Bei bestimmten Algorithmen des maschinellen Lernens, wie z.B. bei Nachste-
Nachbarn- und Baummodellen, ist die 1-aus-n-Codierung die standardmaliige
Methode zur Darstellung von Faktorvariablen (siehe z.B. »Baummodelle« auf
Seite 260).

Bei der Regression wird eine Faktorvariable mit P verschiedenen Auspragungen
normalerweise durch eine Matrix mit nur P - 1 Spalten dargestellt. Das ist darauf
zuruckzufiuhren, dass ein Regressionsmodell typischerweise ein Absolutglied
beinhaltet. Sobald Sie P - 1 binare Variablen definiert haben, ware die Definition
der P-ten binaren Variablen redundant, da sich diese Werte bereits implizit aus

den anderen binaren Variablen ergeben. Sofern ein Absolutglied vorhanden ist,
ergabe sich infolge des Hinzufligens der P-ten (binaren) Spalte das Problem der

Multikollinearitat (siehe »Multikollinearitat« auf Seite 176).

Standardmaliig sieht R vor, die erste Auspragung des Faktors als Referenz zu
verwenden und die Ubrigen Auspragungen der Faktorvariablen relativ zu diesem
Faktorniveau zu interpretieren:

lm(AdjSalePrice ~ SqFtTotLiving + SqFtLot + Bathrooms +
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Bedrooms + BldgGrade + PropertyType, data=house)

Call:

Im(formula = AdjSalePrice ~ SqFtTotLiving + SqFtLot +
Bathrooms +

Bedrooms + BldgGrade + PropertyType, data = house)

Coefficients:

(Intercept) SqFtTotLiving

-4.468e+05 2.234e+02

SqgFtLot Bathrooms

-7.037e-02 -1.598e+04

Bedrooms BldgGrade

-5.089%e+04 1.094e+05
PropertyTypeSingle Family PropertyTypeTownhouse
-8.468e+04 -1.151e+05

Die Methode get_dummies nimmt, wie zuvor bereits erwdhnt, das optionale
Schlisselwortargument drop_first entgegen, um den ersten Faktor als
Referenz aulden vor zu lassen:

predictors = [‘SqFtTotLiving’, ‘SqFtLot’, ‘Bathrooms’,
‘Bedrooms’,
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‘BldgGrade’, ‘PropertyType’]

X = pd.get_dummies(house[predictors], drop_first=True)
house_1lm_factor = LinearRegression()
house_1lm_factor.fit(X, house[outcome])
print(f’Absolutglied: {house_lm_factor.intercept_:.3f}’)
print(‘Koeffizienten:?)
for name, coef 1in zip(X.columns, house_lm_factor.coef_):

print(f’ {name}: {coef}’)

Die Ausgabe der Regressionsergebnisse in R beinhaltet zwei Koeffizienten, die in
Bezug zur Variablen PropertyType stehen: PropertyTypeSingle
Family (Einfamilienhaus) und PropertyTypeTownhouse (Stadthaus). Es
gibt keinen Koeffizienten fiir Multiplex (Mehrfamilienhaus), da dieser
implizit definiert ist, wenn PropertyTypeSingle Family == 0 und
PropertyTypeTownhouse == 0 ist. Die Koeffizienten werden also relativ
zu Multiplex interpretiert, sodass ein Haus, das ein Einfamilienhaus
(Single Family) ist, fast 85.000 $ weniger wert ist, und ein Haus, das

Stadthaus (Townhouse) ist, mehr als 150.000 $ weniger wert ist.>

5. Verschiedene Faktorcodierungen

Es gibt mehrere verschiedene Moglichkeiten, Faktorvariablen zu codieren, die
als Systeme der Kontrastcodierung bekannt sind. Zum Beispiel vergleicht die
Abweichungscodierung, auch bekannt als Summenkontraste, jede Faktorstufe
mit dem Gesamtmittelwert. Eine weitere Codierungsmoglichkeit ist der
polynomiale Kontrast, der fiir geordnete Faktoren geeignet ist (siehe den
Abschnitt »Geordnete Faktorvariablen« auf Seite 173). Mit Ausnahme
geordneter Faktoren werden Data Scientists im Allgemeinen keine andere

Codierungsmoglichkeit als die Referenzcodierung und die 1-aus-n-Codierung
bendtigen.
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Faktorvariablen mit vielen Stufen

Fur einige Faktorvariablen musste eine grofe Anzahl binarer Dummy-Variablen
integriert werden. Postleitzahlen sind beispielsweise so eine Faktorvariable - es
gibt 43.000 Postleitzahlen in den USA. In solchen Fallen ist es sinnvoll, die Daten
und die Beziehungen zwischen den Pradiktorvariablen und der
Ergebnisvariablen zu untersuchen, um festzustellen, ob in den jeweiligen
Kategorien nutzliche Informationen enthalten sind. Wenn dies der Fall ist,
miussen Sie ferner entscheiden, ob es sinnvoll ist, alle Faktorstufen
beizubehalten, oder ob sie konsolidiert werden sollten.

In King County gibt es 80 Postleitzahlen, fiir die mindestens ein
Immobilienverkauf vorliegt:

table(house$ZipCode)

98001 98002 98003 98004 98005 98006 98007 98008 98010 98011
98014 98019

358 180 241 293 133 460 112 291 56 163
85 242

98022 98023 98024 98027 98028 98029 98030 98031 98032 98033
98034 98038

188 455 31 366 252 475 263 308 121 517
575 788

98039 98040 98042 98043 98045 98047 98050 98051 98052 98053
98055 98056

47 244 641 1 222 48 7 32 614 499
332 402

98057 98058 98059 98065 98068 98070 98072 98074 98075 98077
98092 98102

4 420 513 430 1 89 245 502 388 204
289 106
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98103 98105 98106 98107 98108 98109 98112 98113 98115 98116
98117 98118

671 313 361 296 155 149 357 1 620 364
619 492

98119 98122 98125 98126 98133 98136 98144 98146 98148 98155
98166 98168

260 380 409 473 465 310 332 287 40 358
193 332

98177 98178 98188 98198 98199 98224 98288 98354

216 266 101 225 393 3 4 9

Mit der Methode value_counts erhalten Sie die gleichen Informationen fir
einen pandas-Data-Frame:

pd.DataFrame (house[‘ZipCode’].value_counts()).transpose()

ZipCode (Postleitzahl) ist eine wichtige Variable, da sie einen Proxy fiir die
Auswirkung des Standorts auf den Wert einer Immobilie darstellt. Die
Einbeziehung aller Stufen wirde 79 Koeffizienten erfordern, die 79
Freiheitsgraden entsprechen. Das urspriingliche Modell house_1m verfiigt nur
uber fiinf Freiheitsgrade (siehe »Das Modell bewerten« auf Seite 155). Aulierdem
gibt es fur mehrere Postleitzahlen lediglich einen Verkauf. Bei einigen
Fragestellungen konnten Sie Postleitzahlen hinsichtlich der ersten zwei oder drei
Ziffern gruppieren, die jeweils (zusammenhangenden) geografischen
Teilgebieten entsprechen. In King County werden fast alle Verkaufe in 980xx oder
981xx getatigt, sodass uns dieser Ansatz nicht weiterbringt.

Ein alternativer Ansatz besteht darin, die Postleitzahlen hinsichtlich einer
anderen Variablen zu gruppieren, beispielsweise hinsichtlich der Hohe des
Verkaufspreises. Noch besser ist es, Postleitzahlengruppen unter Verwendung
der Residuen aus einem ersten anfanglichen Modell zu bilden. Der folgende R-
Code, der auf dem dp Ly r-Paket fuldt, fasst die 80 Postleitzahlen in fiinf Gruppen
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zusammen - basierend auf dem Median der Residuen aus unserer Regression
mit den house_lm-Daten:

zip_groups <- house %>%
mutate(resid = residuals(house_1lm)) %>%
group_by(ZipCode) %>%
summarize(med_resid = median(resid),
cnt = n()) %>%
arrange(med_resid) %>%
mutate(cum_cnt = cumsum(cnt),
ZipGroup = ntile(cum_cnt, 5))
house <- house %>%

left_join(select(zip_groups, ZipCode, ZipGroup),
by=¢ZipCode”’)

Fur jede Postleitzahl wird der Medianwert der Residuen berechnet, und die
Funktion ntile wird verwendet, um die Postleitzahlen, sortiert nach dem
Medianwert, in funf Gruppen zu unterteilen. In »Konfundierende Variablen« auf
Seite 177 werden Sie noch ein Beispiel dazu sehen, wie sich dies als Ausdruck in
eine Regression integrieren lasst, um die urspriingliche Anpassung an die Daten
zu verbessern.

In Python konnen wir diese Gruppierung wie folgt umsetzen:

zip_groups = pd.DataFrame([

*pd.DataFrame ({
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¢ZipCode’: house[‘ZipCode’],

‘residual’ : house[outcome] -
house_1lm.predict(house[predictors]),

i)

.groupby ([‘ZipCode’])

.apply(lambda x: {

¢ZipCode’: x.iloc[0,0],

‘count’: len(x),

‘median_residual’: x.residual.median()

i)

1) .sort_values(‘median_residual’)

zip_groups[‘cum_count’] = np.cumsum(zip_groups[‘count’])

zip_groups[‘ZipGroup’] = pd.qcut(zip_groups[‘cum_count’],
5, labels=False,

retbins=False)

to_join = zip_groups[[‘ZipCode’,
“ZipGroup’]].set_index(‘ZipCode’)

house = house.join(to_join, on=¢ZipCode’)

house[“ZipGroup’] = house[‘ZipGroup’].astype(‘category’)



Der hier vorgestellte Ansatz zur Verwendung der Residuen, um die
Regressionsanpassung zu verbessern, ist ein grundlegender Schritt im
Modellierungsprozess (siehe »Regressionsdiagnostik« auf Seite 180).

Geordnete Faktorvariablen

Einige Faktorvariablen spiegeln die Niveaus eines Faktors wider; diese werden
als geordnete Faktorvariablen oder geordnete kategoriale Variablen bezeichnet.
Zum Beispiel konnte die Krediteinstufung A, B, C usw. sein - jede einzelne
Einstufung birgt ein hoheres Risiko als die vorherige Einstufung. Haufig konnen
geordnete Faktorvariablen in numerische Werte umgewandelt und unverandert
verwendet werden. Beispielsweise ist die Variable BldgGrade eine geordnete
Faktorvariable, von der mehrere Einstufungen in Tabelle 4-1 dargestellt werden.
Wahrend die Faktorstufen eine spezifische Bedeutung haben, ist der
entsprechende numerische Wert von niedrig bis hoch sortiert, wobei hohe Werte
hoherwertig einzustufenden Immobilien entsprechen. Im Rahmen unseres
Regressionsmodells house_1m, das wir in »Multiple lineare Regression« auf
Seite 153 angepassten, haben wir BldgGrade als numerische Variable
behandelt.

Tabelle 4-1: Gebdudeeinstufungen und numerische Aquivalente

Wert Beschreibung

1 Cabin (schlecht)

2 Substandard (unterdurchschnittlich)
5 Fair (fair)

10 Very good (sehr gut)

12 Luxury (luxurios)

13 Mansion (residenziell)

Geordnete Faktoren als numerische Variable zu behandeln, bewahrt die in der
Ordnung enthaltene Information, die bei einer Umwandlung in eine
Faktorvariable verloren ginge.

Kernideen

* Faktorvariablen mussen zunachst in numerische Variablen umgewandelt
werden, um in einer Regression verwendet werden zu kdnnen.
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* Der gebrauchlichste Ansatz, eine Faktorvariable mit P verschiedenen
Auspragungen bzw. Stufen zu codieren, besteht darin, sie mit P - 1 Dummy-
Variablen darzustellen.

* Eine Faktorvariable mit vielen Stufen muss moglicherweise in eine Variable mit
weniger Stufen zusammengefasst werden, auch bei sehr grof3en Datensatzen.

* Bei einigen Faktorvariablen sind die Stufen geordnet, weshalb sie als eine
einzelne numerische Variable dargestellt werden kénnen.
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