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KAPITEL 4

Modellentwicklung

Adrien Lavoillotte

Jeder, der sich ernsthaft mit MLOps befassen will, muss zumindest ein grobes
Verstandnis von dem Modellentwicklungsprozess haben, der, wie in Abbildung
4-1 beschrieben, als Teil des groReren ML-Projektlebenszyklus zu verstehen ist.
Je nach Situation kann der Modellentwicklungsprozess relativ einfach oder auch
extrem komplex sein, und er gibt maRRgeblich die Rahmenbedingungen fiir die
spatere Nutzung, Uberwachung und Wartung der Modelle vor.
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Abbildung 4-1: Die Modellentwicklung im grol3eren Kontext des ML-Projektlebenszyklus

Die unmittelbaren Auswirkungen der Datenerhebung auf die restliche Lebenszeit
eines Modells liegen auf der Hand. Ein Modell wird sicherlich irgendwann
veraltet sein. Doch in anderen Bereichen des Lebenszyklus des ML-Modells sind
die Auswirkungen vielleicht weniger offensichtlich.

Betrachten Sie zum Beispiel den Prozess des Feature Engineering. Es kann einen
grolden Unterschied in Bezug auf die Genauigkeit eines Modells bedeuten, ob Sie
als Feature das Datum oder eine Indikatorvariable, die lediglich angibt, ob es
sich bei dem jeweiligen Tag um einen Feiertag handelt, mit in das Modell
aufnehmen. Die Wahl des Features kann in diesem Fall auch mit anderen



Einschrankungen bei der Aktualisierung des Modells einhergehen. Oder
uberlegen Sie, wie Qualitatsmalie, die fiir die Bewertung und den Vergleich von
Modellen verwendet werden, eine automatisierte Nutzung der besten Version
ermoglichen konnen, wenn es die Situation erfordert.

Dieses Kapitel befasst sich daher mit den Grundlagen der Modellentwicklung
speziell im Kontext der MLOps-Strategie, also wie Modelle aufgebaut und
entwickelt werden konnen, sodass die MLOps-Strategie spater leichter
umgesetzt werden kann.

Was genau sind Machine-Learning-Modelle?

ML-Modelle werden sowohl in der Wissenschaft als auch in der Praxis (d.h. im
geschaftlichen Kontext) eingesetzt, daher ist es wichtig, zu unterscheiden, wie
sie einerseits theoretisch funktionieren und andererseits in der Praxis umgesetzt
werden. Tauchen wir nun, aufbauend auf dem, was wir bereits in Kapitel 3
gesehen haben, in diese beiden Bereiche ein.

Theoretischer Hintergrund

Ein ML-Modell ist eine Abbildung der Realitat, d.h., es ist eine partielle und
ungefahre Reprasentation eines Aspekts (oder mehrerer Aspekte) einer realen
Sache oder eines Vorgangs. Welche Aspekte reprasentiert werden, hangt oft
davon ab, welche Daten verfugbar und auch niitzlich sind. Nachdem ein ML-
Modell trainiert wurde, ist es nichts anderes als eine mathematische Formel, die
ein Ergebnis liefert, wenn sie mit Eingaben gefuttert wird - z.B. die geschatzte
Eintrittswahrscheinlichkeit eines Ereignisses oder den geschatzten Wert in Form
einer blof3en Zahl.

ML-Modelle basieren auf der statistischen Theorie, und maschinelle
Lernalgorithmen sind die Werkzeuge, mit denen Modelle auf Basis von
Trainingsdaten erstellt werden konnen. lhr Ziel ist es, eine synthetische
Reprasentation der Daten zu finden, mit denen sie geflittert werden. Diese Daten
bilden die reale Welt ab, wie sie zum Zeitpunkt der Datenerhebung war. Sofern
die Zukunft der Vergangenheit ahnelt, konnen ML-Modelle folglich dafir
verwendet werden, Vorhersagen zu treffen, da ihre synthetische Reprasentation
noch immer gultig ist.

Fahigkeit zu verallgemeinern

Die Fahigkeit von ML-Modellen, akkurate Vorhersagen fur Falle zu treffen, die
nicht in den Trainingsdaten  enthalten  waren, wird als
Generalisierungsfdhigkeit bzw. Féhigkeit zur Verallgemeinerung bezeichnet.
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Beispielsweise ist es sogar moglich, dass diese Modelle Ausgaben

hervorbringen, die wie Pferde mit Zebrastreifen aussehen, obwohl derartige
Beispiele nicht im Trainingsdatensatz enthalten sind, da ihnen eine
Modellierung einer Wahrscheinlichkeitsverteilung zugrunde liegt, die ihnen
diese Art von erstaunlicher Generalisierungsfahigkeit ermoglicht.

Die Vorhersage von Immobilienpreisen ist ein gutes Beispiel, um zu
veranschaulichen, wie ML-Modelle Vorhersagen treffen und dabei
verallgemeinern konnen. Naturlich hangt der Verkaufspreis einer Immobilie von
sehr vielen Faktoren ab, die einfach zu komplex sind, um sie prazise modellieren
zu konnen, doch eine Naherung des Preises zu erhalten, die hinreichend
aussagekraftig ist, ist nicht so schwierig. Die Eingabedaten fiir dieses Modell
konnen Faktoren sein, die der Immobilie selbst zuzuordnen sind, wie z.B. die
Flache, die Anzahl der Schlafzimmer und Bader, das Baujahr, die Lage usw. Aber
auch andere, kontextbezogenere Informationen, wie z.B. der Zustand des
Immobilienmarkts zum Zeitpunkt des Verkaufs, ob der Verkaufer unter
Verkaufsdruck steht oder Ahnliches, konnen einbezogen werden. Mit einer
ausreichend groRen Menge an historischen Daten und unter der Voraussetzung,
dass sich die Marktbedingungen nicht zu stark andern, kann ein Algorithmus
eine Formel berechnen, die eine vernlinftige Prognose liefert.

Ein weiteres, haufig verwendetes Beispiel ist eine medizinische Diagnose bzw.
die Vorhersage, ob jemand eine bestimmte Krankheit innerhalb eines
bestimmten Zeitraums entwickeln wird. Bei dieser Art von Modellen, den
sogenannten Klassifikationsmodellen, wird oft die Wahrscheinlichkeit eines
bestimmten Ereignisses ausgegeben, manchmal auch zusatzlich mit einem
Konfidenzintervall.

Einsatz in der Praxis

Ein Modell ist die Menge der Parameter, die zum Nachbilden und Anwenden der
Formel notwendig sind. Sie ist in der Regel zustandslos und deterministisch
(d.h., die gleichen Eingaben ergeben immer die gleichen Ausgaben, jedoch mit
einigen Ausnahmen, siehe den Abschnitt »Online-Learning« auf Seite 112).

Dies schlief3t die Parameter der eigentlichen Endformel ein, aber auch alle
Transformationen, um von den Eingabedaten, mit denen das Modell gefuttert
wird, zur endgultigen Formel zu gelangen, die einen Wert sowie die moglichen
abgeleiteten Daten (wie eine Klassifizierung bzw. eine Entscheidung) liefert.
Angesichts dieser Eigenschaften macht es in der Praxis normalerweise keinen
Unterschied, ob das Modell ML-basiert ist oder nicht: Es ist einfach eine
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berechenbare mathematische Funktion, die auf die Zeilen der Eingabedaten
angewandt wird.

Im Beispiel der Immobilienpreise ist es vielleicht nicht moglich, ausreichend
Preisinformationen fiir jede Postleitzahl zu sammeln, um ein Modell zu erhalten,
das in allen Zielregionen genau genug ist. Stattdessen werden die Postleitzahlen
vielleicht durch einige abgeleitete Eingaben ersetzt, von denen man annimmt,
dass sie den groRten Einfluss auf den Preis haben - z.B. das
Durchschnittseinkommen, die Bevolkerungsdichte oder die Nahe zu wichtigen
Einrichtungen. Da die Endbenutzer aber weiterhin die Postleitzahl und nicht die
abgeleiteten Eingaben angeben, ist diese Transformation ebenfalls Teil des
Preismodells.

AuRerdem konnen die Ausgaben wesentlich breiter gefasst sein als eine einzelne
Zahl. Ein System, das z.B. Betrugsfille aufdecken soll, wird oft eine Art
Wahrscheinlichkeit (und in  manchen Fallen vielleicht auch ein
Konfidenzintervall) statt eines binaren Ergebnisses liefern. Abhangig davon, wie
sehr Betrugsfalle hingenommen werden konnen, und davon, wie hoch die
Kosten fiir die anschlieRende Verifizierung oder Verweigerung der Transaktion
ausfallen, kann es so eingerichtet sein, dass es nur betriigerische Falle
klassifiziert, bei denen die Wahrscheinlichkeit einen bestimmten, zuvor sorgsam
ausgewahlten Schwellenwert erreicht. Einige Modelle konnen sogar
Empfehlungen oder Entscheidungen aussprechen, z.B. welches Produkt einem
Besucher gezeigt werden soll, um den Kaufanreiz zu maximieren, oder welche
Behandlung die groflite Wahrscheinlichkeit fir eine Genesung bietet.

Alle diese Transformationen und zugehdorigen Daten sind bis zu einem gewissen
Grad Teil des Modells. Das bedeutet jedoch nicht, dass sie immer in einem
monolithischen Paket gebilindelt sind, also als ein einziges Artefakt
zusammengefasst werden. Das konnte schnell unibersichtlich werden, zumal
einige Teile dieser Informationen mit unterschiedlichen Einschrankungen
verbunden sind (unterschiedliche Aktualisierungsspannen, externe Quellen
USW.).

Erforderliche Komponenten

Der Aufbau eines ML-Modells erfordert zahlreiche Bausteine, wie in Tabelle 4-1
dargelegt wird.

Tabelle 4-1: Erforderliche Komponenten eines Machine-Learning-Modells

ML-Komponente Beschreibung
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Trainingsdaten

Qualitatsmal

ML-Algorithmus

Hyperparameter

Validierungsdatensatz
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Trainingsdaten sind in der Regel mit Labels versehen, die es
vorherzusagen gilt (im Fall von Supervised Learning). Es mag
offensichtlich erscheinen, aber es ist wichtig, gute Trainingsdaten
zu haben. Ein anschauliches Beispiel fiir schlechte Trainingsdaten
bilden die Daten von beschadigten (aber nicht abgestiirzten)
Flugzeugen wahrend des Zweiten Weltkriegs (https://oreil.ly/sssfA),
die unter einem Bias, d.h. einer statistischen Verzerrung, litten, da
in den Trainingsdaten keine Beispiele abgesturzter, sondern nur
zurlickgekehrter Flugzeuge enthalten waren und dadurch die
Frage, an welchen Stellen die Panzerung der Flugzeuge verstarkt
werden sollte, nicht ohne Weiteres valide beantwortet werden
konnte.

Ein Qualitatsmaf (auch als GlitemaR bekannt) ist das, was mit
dem zu entwickelnden Modell zu optimieren versucht wird. Es
sollte sorgfaltig gewahlt werden, um unbeabsichtigte Folgen zu
vermeiden, wie z.B. den Kobra-Effekt (https://oreil.ly/DYOss)
(benannt nach einer berlihmten Anekdote, in der eine Belohnung
fir tote Kobras einige dazu verleitete, Kobra zu zlichten). Wenn
z.B. 95 % der Daten Kategorie A zuzuordnen sind, kann die
Optimierung in Bezug auf die Wahl der einfachen
Korrektklassifikationsrate ein Modell zur Folge haben, das einfach
immer Kategorie A vorhersagt und dadurch diese Kategorie in 95
% aller Falle korrekt vorhersagt.

Es gibt eine Vielzahl von Modellen, die auf verschiedene Weise
funktionieren und unterschiedliche Vor- und Nachteile haben. Es
ist wichtig, zu beachten, dass einige Algorithmen flir bestimmte
Aufgaben besser geeignet sind als andere, aber ihre Auswahl
hangt auch davon ab, was priorisiert werden muss: Genauigkeit,
Stabilitat, Interpretierbarkeit, Rechenaufwand usw.

Hyperparameter dienen der Justierung von ML-Algorithmen. Der
Algorithmus enthalt die Grundformel, d.h., die Parameter, die er
erlernt, sind die Rechenoperationen und -grof3en, aus denen diese
Formel fiir diese spezielle Vorhersageaufgabe besteht. Die
Hyperparameter entsprechen wiederum den Wegen, die der
Algorithmus gehen kann, um diese Parameter zu finden.

Bei einem Entscheidungsbaum beispielsweise (in dem die Daten
kontinuierlich in zwei Teilgruppen unterteilt werden, je nachdem,
was in der Teilmenge, die diesen Weg erreicht hat, der beste
Pradiktor zu sein scheint) ware ein Hyperparameter die Tiefe des
Baums (d.h. die Anzahl der Unterteilungen).

Bei der Verwendung von gelabelten Daten wird zusatzlich ein
Validierungsdatensatz benotigt, der sich vom Trainingsdatensatz
unterscheidet, um bewerten zu konnen, wie das Modell auf zuvor



unbekannten Daten abschneidet (d.h., wie gut es generalisieren
kann).

Die schiere Anzahl und Komplexitat jeder einzelnen Komponente ist ein Teil
dessen, was gute MLOPs-Praktiken zu einem anspruchsvollen Unterfangen
machen kann.

Unterschiedliche ML-Algorithmen - unterschiedliche
MLOps-Herausforderungen

Was ML-Algorithmen allesamt gemeinsam haben, ist, dass sie Muster aus
vergangenen Daten modellieren, um Vorhersagen zu treffen. Dabei sind die
Qualitat und die Relevanz dieser Erfahrungswerte die Schliisselfaktoren fur ihre
Wirksamkeit. Der Unterschied besteht darin, dass jede Art von Algorithmus
spezifische Charakteristika aufweist und hierdurch auch unterschiedliche
Herausforderungen an MLOps stellt (siehe Tabelle 4-2).

Tabelle 4-2: MLOps-Uberlegungen je nach Art des Algorithmus

Art des Algorithmus Bezeichnung MLOps-Uberlegungen

Linear lineare Regression Hat die Tendenz, die Daten
ubermallig anzupassen,
tendiert zur Uberanpassung
(engl. Overfitting).

logistische Regression Tendiert zur Uberanpassung.

Baumbasiert Entscheidungsbaum Kann instabil sein - kleine
Anderungen in den Daten
konnen zu einer groRen
Anderung in der Struktur des
optimalen
Entscheidungsbaums flihren.

Random Forest Vorhersagen konnen schwer
nachzuvollziehen sein, was aus
Sicht der Responsible Al eine
Herausforderung darstellt.
Random Forests konnen auch
relativ langsam bei der
Ausgabe von Vorhersagen sein,
dies kann fir Anwendungen
problematisch werden.

Gradient Boosting Wie bei Random Forests
konnen die Vorhersagen
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schwer nachzuvollziehen sein.
Aufierdem kann eine kleine
Anderung in der Auswahl der
Features bzw. in den
Trainingsdaten zu erheblichen
Anderungen im Modell fiihren.

Deep Learning (kiinstliche) neuronale Hinsichtlich der

Netzwerke Interpretierbarkeit sind Deep-
Learning-Modelle fast
unmoglich nachzuvollziehen.
Deep-Learning-Algorithmen,
einschlieflich neuronaler
Netzwerke, beanspruchen sehr
viel Zeit zum Trainieren und
bendtigen eine Menge Energie
(und Daten). Lohnen sich die
Ressourcen, oder wiirde ein
einfacheres Modell genauso
gut funktionieren?

Einige ML-Algorithmen eignen sich besonders fiir bestimmte Anwendungsfalle,
aber auch Governance-Uberlegungen kdnnen bei der Wahl des Algorithmus eine
Rolle spielen. Insbesondere in stark regulierten Branchen, in denen man die
Entscheidungsfindung nachvollziehen konnen muss (z.B.
Finanzdienstleistungen), konnen keine undurchsichtigen Algorithmen wie
neuronale Netzwerke verwendet werden. Stattdessen kommen einfachere
Methoden infrage, etwa Entscheidungsbaume. In vielen Anwendungsfallen geht
man dabei weniger einen Kompromiss hinsichtlich der Genauigkeit ein als
vielmehr einen Kompromiss in Bezug auf die Kosten. Das heildt, einfachere
Methoden erfordern in der Regel ein aufwendigeres manuelles Feature
Engineering, um das gleiche Leistungsniveau wie komplexere Methoden zu
erreichen.

Rechenleistung

Wenn man uber die Komponenten der Modellentwicklung fiir maschinelles
Lernen spricht, kommt man an der Rechenleistung, die bendtigt wird, nicht
vorbei. Manch einer sagt, Flugzeuge fliegen dank menschlicher Genialitat -
aber sie fliegen auch dank einer Menge von Treibstoff. Das gilt ebenso fiir das
Machine Learning: Je geringer die Kosten fiir Rechenleistung, desto schneller
schreitet die Entwicklung voran.

Als die erforderliche Rechenleistung verfligbar wurde, entstanden bei der
Entwicklung - ausgehend von der von Hand berechneten linearen Regression
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im frihen 20. Jahrhundert bis zu den grofRten Deep-Learning-Modellen von
heute - fortwahrend neue Algorithmen. Zum Beispiel erfordern gangige
Algorithmen wie Random Forest und Gradient Boosting eine Rechenleistung,
die vor 20 Jahren noch sehr kostspielig war.

Dafiir brachten sie eine Benutzerfreundlichkeit mit sich, die die Kosten fiir die
Entwicklung von ML-Modellen erheblich senkte und so neue
Anwendungsfalle in die Reichweite normaler Unternehmen brachte. Der
Ruckgang der Kosten, die im Zusammenhang mit Daten anfallen, hat
ebenfalls geholfen, war aber nicht der starkste Treiber: Nur sehr wenige
Algorithmen nutzen Big-Data-Technologien, bei denen sowohl die Daten als
auch die Berechnungen uber eine grolde Anzahl von Computern verteilt sind.
Vielmehr arbeiten die meisten von ihnen immer noch mit Modellen, bei

denen alle Trainingsdaten auf einmal im Speicher gehalten werden konnen.

Explorative Datenanalyse

Wenn Data Scientists und Data Analysts Datenquellen in Betracht ziehen, um ein
Modell zu trainieren, mussen sie sich zunachst ein Bild davon machen, wie diese
Daten aussehen. Selbst ein Modell, das mit dem effektivsten Algorithmus
trainiert wurde, ist letztlich nur so gut wie seine Trainingsdaten. In diesem
Entwicklungsstadium kdnnen zahlreiche Probleme verhindert werden, durch die
alle Daten, oder zumindest ein Teil davon, nicht von Nutzen waren, etwa bei
unvollstandigen, ungenauen oder inkonsistenten Daten.

Die Datenexploration kann folgende Vorgange umfassen:
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Den Blick in die Dokumentation: Wie wurden die Daten erhoben, und welche
Annahmen wurden bereits getroffen?

Den Blick auf die zusammenfassende Statistik der Daten: Welchen
Wertebereich haben die einzelnen Spalten? Gibt es einige Zeilen mit
fehlenden Werten? Gibt es offensichtliche Fehler? Seltsame AusreiRer?
Uberhaupt keine AusreiRer?

Eine genauere Betrachtung der Verteilung der Daten.

Bereinigen, Auffiillen, Umformen, Filtern, Stutzen, Ziehen von Stichproben
(engl. Sampling) usw.

Prifen, ob verschiedenen Spalten korreliert sind, Durchfihren von
statistischen Tests fiir bestimmte Untergruppen, Verteilungsfunktionen
anpassen.



e Den Vergleich der Daten mit anderen Daten oder Modellen in der Literatur:
Gibt es sonst Ubliche Informationen, die zu fehlen scheinen? Sind diese
Daten ahnlich verteilt?

Naturlich ist eine gewisse Kenntnis der Domane erforderlich, um wahrend dieser
Exploration  fundierte  Entscheidungen treffen zu konnen. Einige
Merkwiirdigkeiten sind ohne genaue Kenntnisse schwer zu identifizieren, und
getroffene Annahmen konnen Konsequenzen haben, die fiir das ungeschulte
Auge nicht offensichtlich sind. Industrielle Sensordaten sind ein gutes Beispiel
dafur: Wenn der Data Scientist nicht auch Maschinenbauingenieur oder ein
Branchenexperte ist, weild er moglicherweise nicht, welche Werte normal sind
und welche Werte seltsame AusreiRer flir eine bestimmte Maschine darstellen.

Feature Engineering und Feature Selection

Die Daten werden einem Modell in Form von Features zugefiihrt und dienen
dazu, dem Modell Informationen zu geben, die es selbst nicht ableiten kann. Die
folgende Tabelle enthalt Beispiele dafiir, wie Features konzipiert werden
konnen:

Art des Feature Engineering Beschreibung

Derivate/Ableitungen Neue Informationen aus vorhandenen Informationen
ableiten - z.B. welchem Wochentag entspricht das jeweilige
Datum?

Anreicherung (Enrichment) Neue externe Informationen mit aufnehmen, z.B. ist dieser

Tag ein Feiertag?

Codierung Die gleichen Informationen unterschiedlich darstellen, z.B.
genauer Wochentag im Vergleich zur Unterscheidung
zwischen Werktag und Wochenende.

Kombination Verknuipfen Sie Features miteinander - z.B. kdnnte bei der
Bemessung des Arbeitsriickstands nach Komplexitat der
verschiedenen Aufgaben gewichtet werden.

Wenn zum Beispiel versucht wird, die potenzielle Dauer eines
Geschaftsprozesses unter Berlicksichtigung des aktuellen Arbeitsriickstands
abzuschatzen, ist es ublich, dass eine der Eingaben ein Datum ist, von dem der
entsprechende Wochentag abgeleitet wird oder von dem aus ermittelt wird, wie
weit der nachste Feiertag von diesem Datum zeitlich entfernt liegt. Wenn das
Unternehmen mehrere Standorte bedient, die sich an unterschiedlichen
Geschaftskalendern orientieren, kann diese Information ebenfalls wichtig sein.
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Anknupfend an das Immobilienpreis-Beispiel aus dem vorherigen Abschnitt,
ware es im Rahmen der Vorhersage von Immobilienpreisen wiinschenswert, das
Durchschnittseinkommen und die Bevolkerungsdichte einzubeziehen (anstatt
die Daten nur nach Region bzw. Postleitzahl zu segmentieren), wodurch das
Modell idealerweise besser verallgemeinern und auf vielfaltigeren Daten
trainiert werden kann.

Feature-Engineering-Techniken

Fur solche erganzenden Daten existiert ein ganzer Markt, der weit liber die offen
zuganglichen Daten hinausgeht, die offentliche Einrichtungen und
Unternehmen zur Verfligung stellen. Einige Dienste bieten eine direkte
Datenanreicherung, die viel Zeit und Muhe sparen kann.

Es kommt jedoch haufig vor, dass Informationen, die die Data Scientists fiir ihre
Modelle bendtigen, nicht verfuigbar sind. In diesem Fall gibt es Techniken wie
Impact Coding, bei denen Data Scientists einen fehlenden Wert durch den
Durchschnittswert der Zielvariablen ersetzen und so dem Modell ermdoglichen,
von Daten aus einem dhnlichen Wertebereich zu profitieren (auf Kosten eines
gewissen Informationsverlusts).

Letztendlich bendtigen die meisten ML-Algorithmen als Eingabe eine Tabelle mit
numerischen Werten, wobei jede Zeile eine Beobachtung (bzw. ein Datenpunkt
oder eine Instanz) darstellt und alle Beobachtungen aus demselben Datensatz
stammen. Wenn die Eingabedaten nicht in tabellarischer Form vorliegen,
konnen Data Scientists andere Tricks anwenden, um sie zu transformieren.

Der gebrauchlichste Ansatz hierfiir ist die I-aus-n-Codierung (engl. One-Hot-
Encoding). Dabei wird beispielsweise ein Feature, das drei Werte annehmen
kann (z.B. Himbeere, Heidelbeere und Erdbeere), in drei Features umgewandelt,
die jeweils nur zwei Werte annehmen konnen: ja oder nein (z.B. Himbeere
ja/nein, Heidelbeere ja/nein, Erdbeere ja/nein).

Text- oder Bilddaten erfordern hingegen komplexere Ansatze. Deep Learning hat
diesen Bereich in letzter Zeit revolutioniert, indem es Modelle bietet, die Bilder
und Text in numerische Tabellen umwandeln, die von ML-Algorithmen
verwendet werden konnen. Diese Tabellen werden Einbettungen (Embeddings)
genannt und ermoglichen Data Scientists, auf Transfer Learning
zurlickzugreifen, da sie auch in Doméanen verwendet werden kdnnen, auf die sie
nicht trainiert wurden.

Transfer Learning
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Transfer Learning ist die Technik der Verwendung von Informationen, die aus
der Losung einer anderen Aufgabe gewonnen wurden. Transfer Learning kann
eingesetzt werden, um das Lernen von sekundaren oder nachfolgenden
Aufgaben erheblich zu beschleunigen. Im Deep Learning ist es deshalb ein
sehr beliebter Ansatz, da die zum Trainieren von Modellen bendtigten
Ressourcen enorm sein konnen.

Selbst wenn zum Beispiel ein bestimmtes Deep-Learning-Modell auf Bildern
trainiert wurde, die keine Gabeln enthalten, kann es eine geeignete
Einbettung liefern, die von einem anderen Modell verwendet werden kann,
das auf die Erkennung von Gabeln trainiert wird, da eine Gabel ein Objekt ist
und das Modell auf die Erkennung ahnlicher von Menschen geschaffener
Objekte trainiert wurde.

Wie die Auswahl der Features die MLOps-Strategie
beeinflusst

Wenn es um die Erstellung und Auswahl von Features geht, stellt sich regelmaRig
die Frage, wie viele verwendet werden sollten. Das Hinzufligen von mehr
Features kann zu einem genaueren Modell oder einer groReren Ausgewogenheit
bei der Aufteilung in spezifischere Gruppen fiihren oder andere nitzliche
fehlende Informationen kompensieren. Es bringt jedoch auch Nachteile mit sich,
die allesamt einen erheblichen Einfluss auf die MLOps-Strategie in anderen
Phasen des Lebenszyklus haben kdnnen:

e Das Modell kann immer aufwendiger zu berechnen werden.

e Mehr Features erfordern mehr Eingabedaten und einen hdoheren
Wartungsaufwand im weiteren Betrieb.

e Mehr Features bedeuten gleichzeitig einen gewissen Verlust an Stabilitat.

e Die schiere Anzahl der Features kann Bedenken im Hinblick auf die
Privatsphare aufwerfen.

Durch die Verwendung von Heuristiken kann eine automatisierte Auswahl von
Features dabei helfen, abzuschatzen, wie entscheidend einige Features fiir die
Vorhersageleistung des Modells sein werden. Man kann z.B. die Korrelation mit
der Zielvariablen betrachten oder schnell ein einfaches Modell auf einer
reprasentativen Teilmenge der Daten trainieren und dann analysieren, welche
Features die besten Pradiktoren sind.

Welche Eingaben verwendet werden, wie sie codiert werden, wie sie
interagieren bzw. sich gegenseitig beeinflussen - solche Entscheidungen

19



erfordern ein gewisses Verstandnis der internen Funktionsweise des ML-
Algorithmus. Die gute Nachricht ist, dass einige dieser Entscheidungen teilweise
automatisiert werden konnen, z.B. durch den Einsatz von Tools wie Auto-sklearn
oder AutoML. Diese vergleichen verschiedene Features fiir eine gegebene
Zielvariable, um abzuschatzen, welche Features, Derivate oder Kombinationen
wahrscheinlich die besten Ergebnisse liefern, wobei alle Features weggelassen
werden, die wahrscheinlich keinen grof3en Unterschied hinsichtlich der Qualitat
des Modells machen wiirden.

Andere Entscheidungen erfordern immer noch das Zutun des Menschen, z.B. die
Entscheidung, ob versucht werden soll, zusatzliche Informationen zu sammeln,
die das Modell verbessern konnten. Wenn man Zeit in die Entwicklung von
geschaftsorientierten Features investiert, wird die endgultige Leistung oft
verbessert und die Akzeptanz durch den Endbenutzer erhoht, da es
wahrscheinlich einfacher ist, das Modell zu interpretieren. Auch die
Modellierungsverschuldung (engl. Modeling Debt) kann so reduziert werden,
indem den Data Scientists ermoglicht wird, die wichtigsten Faktoren fur die
Vorhersage zu erkennen und sicherzustellen, dass sie robust sind. Naturlich gilt
es auch hier, einen Kompromiss zwischen dem Zeitaufwand, der benétigt wird,
um das Modell zu verstehen, und dem erwarteten Mehrwert sowie den mit der
Verwendung des Modells verbundenen Risiken zu finden.

Feature Stores

Feature Factories oder Feature Stores sind Repositories mit verschiedenen
Features, die Geschaftseinheiten zugeordnet werden konnen und die an
einem zentralen Ort zur leichteren Wiederverwendung gespeichert werden.
Sie kombinieren in der Regel einen Teil, der auf die Entwicklung ausgerichtet
ist (langsamer, aber potenziell leistungsfahiger), und einen Teil, der sich auf
die Produktion bezieht (schneller und nitzlicher fur Echtzeitanforderungen)
und stellen sicher, dass sie untereinander konsistent bleiben.

Wenn man bedenkt, wie zeitaufwendig das Feature Engineering flir Data
Scientists ist, haben Feature Stores ein enormes Potenzial, deren Zeit fir
noch nutzlichere Aufgaben freizumachen. Machine Learning ist weiterhin oft
die »Hochzinskreditkarte der technischen Schulden« (https://oreil.ly/IYXUi).
Um dies zu andern, bedarf es enormer Effizienzsteigerungen im gesamten ML-
Lebenszyklus (Daten, Modell, Produktion, MLOps). Und Feature Stores
konnen dazu beitragen.

Als Quintessenz konnen wir festhalten, dass der Prozess der Entwicklung und
der Auswahl von Features bei der Erstellung von Modellen - wie bei vielen
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anderen ML-Modellkomponenten auch - einen Balanceakt darstellt, da mehr
und komplexere Features zwar meist mit einer hoheren Modellgenauigkeit
einhergehen, aber auch zusatzliche MLOps-Komponenten erfordern.

Experimente

Wahrend des gesamten Modellentwicklungsprozesses werden Experimente bzw.
Versuche durchgefiihrt. In der Regel ist jede wichtige Entscheidung oder
Annahme mit mindestens einem Experiment oder einer vorherigen Forschung
verbunden, um sie zu rechtfertigen. Experimente konnen viele Formen
annehmen, von der Erstellung vollwertiger pradiktiver ML-Modelle bis hin zur
Durchfiihrung statistischer Tests oder der Visualisierung von Daten. Zu den
Zielen des Experimentierens gehoren:

e Die Beurteilung, wie nutzlich oder wie gut ein Modell unter Berticksichtigung
der in Tabelle 4-1 beschriebenen Komponenten erstellt werden kann. (Der
nachste Abschnitt befasst sich ausfuhrlicher mit der Bewertung und dem
Vergleich von Modellen).

e Finden der besten Modellparameter (Algorithmen, Hyperparameter,
Vorverarbeitung von Features usw.).

e Optimierung des Zielkonflikts zwischen Verzerrung (Bias) und Varianz fir
einen gegebenen Trainingsaufwand, um dieser Definition von »am besten«
zu entsprechen.

e Abwagen zwischen Modellverbesserung und geringeren Kosten fir den
Rechenaufwand. (Da es immer Raum fiir Verbesserungen gibt, wie gut ist gut
genug?)

Bias und Varianz

Ein Modell mit einem groRen Bias bzw. einer starken Verzerrung (auch
bekannt als Underfitting, zu Deutsch Unteranpassung) erfasst einige der
Regeln nicht, die aus den Trainingsdaten hatten gelernt werden konnen, und
zwar moglicherweise aufgrund von einschrankenden Annahmen, die das
Modell zu stark vereinfachen.

Ein Modell mit hoher Varianz (Overfitting) sieht Muster im Rauschen in den
Daten und versucht, jede einzelne Streuung vorherzusagen. Dies fuhrt zu
einem komplexen Modell, das nicht ausreichend Uber seine Trainingsdaten
hinaus verallgemeinern kann.
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Beim Experimentieren missen Wissenschaftler in der Lage sein, schnell alle
Moglichkeiten fiir jeden der in Tabelle 4-1 skizzierten Modellbausteine
durchzugehen. Glucklicherweise gibt es Tools, die all dies halb automatisch
erledigen, wobei Sie nur abhangig vom Vorwissen (Was erscheint sinnvoll?) und
den Einschrankungen (z.B. Rechenaufwand, Budget) festlegen miissen, was
getestet werden soll (den Moglichkeitsraum).

Einige Tools ermdglichen eine noch starkere Automatisierung, indem sie z.B. ein
stratifiziertes Modelltraining unterstiitzen. Angenommen, das Unternehmen
mochte die Kundennachfrage nach bestimmten Produkten vorhersagen, um den
Lagerbestand zu optimieren, doch das Kundenverhalten variiert stark von einer
Filiale zur nachsten. Durch eine stratifizierte Modellierung ist es moglich, ein
Modell pro Filiale zu trainieren, das fiir jede Filiale besser optimiert werden
kann, als ein einziges Modell, mit dem versucht wird, Vorhersagen fiir alle
Filialen zu treffen.

Alle Kombinationen aller moglichen Hyperparameter, Features usw.
auszuprobieren, kann schnell unibersichtlich werden. Daher ist es sinnvoll, ein
Zeit- und/oder Rechenbudget flir die Experimente sowie eine Akzeptanzschwelle
fir die Nutzlichkeit des Modells zu definieren (mehr zu diesem Begriff im
nachsten Abschnitt).

Der gesamte Prozess - oder zumindest ein Teil davon - muss unter Umstanden
jedes Mal wiederholt werden, wenn sich die Situation andert (insbesondere
dann, wenn sich die Daten und/oder die Randbedingungen signifikant andern,
siehe den Abschnitt »Drift-Erkennung in der Praxis« auf Seite 118). Letztendlich
bedeutet dies, dass alle Experimente, die den Data Scientists als Grundlage fir
die endgiiltigen Entscheidungen dienten, um das Modell zu erstellen, sowie alle
Annahmen und Schlussfolgerungen auf dem Weg dorthin moglicherweise
erneut durchgefiihrt und Gberpruft werden miussen.

Glucklicherweise ermoglichen immer mehr Data-Science- und Machine-
Learning-Plattformen die Automatisierung dieser Arbeitsablaufe - und dies nicht
nur beim ersten Durchlauf, da sie auch die Moglichkeit bieten, alle
Verarbeitungsprozesse wiederzuverwenden. Einige erlauben auch die
Verwendung einer Versionskontrolle und die Nutzung experimenteller Branches,
um Theorien zu testen und sie dann zusammenzufiihren, zu verwerfen oder
beizubehalten (siehe  den  Abschnitt  »Versionsverwaltung  und
Reproduzierbarkeit« auf Seite 75).

Modelle evaluieren und vergleichen
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George E. P. Box, ein britischer Statistiker des 20. Jahrhunderts, sagte einmal,
dass alle Modelle falsch sind, aber einige nutzlich. Mit anderen Worten, ein
Modell sollte nicht darauf abzielen, perfekt zu sein. Vielmehr muss es die
Messlatte von »gut genug, um nutzlich zu sein« Uberschreiten und gleichzeitig
moglichen Problemen keinen Vorschub leisten - wie beispielsweise ein Modell,
das zwar insgesamt so erscheint, als wiirde es seine Aufgabe gut erfiillen, aber
dennoch eine schlechte (oder katastrophale) Leistung flir eine bestimmte
Teilmenge von Fallen aufweist (sagen wir, fiir eine unterreprasentierte Gruppe
von Personen).

Vor diesem Hintergrund ist es wichtig, ein Modell moglichst kontextbezogen zu
evaluieren und eine Moglichkeit zu haben, es mit dem zu vergleichen, was vor
dem Modell existierte - sei es ein vorheriges Modell oder ein regelbasierter
Prozess -, um eine Vorstellung davon zu bekommen, wie das Ergebnis aussehen
wirde, wenn das aktuelle Modell oder der Entscheidungsprozess durch das
neue Modell ersetzt wiirde.

Ebenso kann ein Modell mit einer insgesamt enttauschenden Leistung in
bestimmten Situationen dennoch vorteilhaft sein. Zum Beispiel kann eine etwas
genauere Vorhersage der Nachfrage nach einem bestimmten Produkt oder einer
Dienstleistung zu einer enormen Kosteneinsparung flihren.

Umgekehrt ist ein Modell, das hinsichtlich des gewahlten QualitatsmaRes
perfekt erscheint, verdachtig, da die Daten bei den meisten Problemstellungen
ein gewisses Rauschen aufweisen, das an sich schwer vorherzusagen ist. Ein
perfektes oder fast perfektes Ergebnis kann ein Zeichen dafiir sein, dass es ein
Leck in den Daten gibt (d.h., dass die vorherzusagende Zielvariable auch in den
Eingabedaten enthalten ist oder dass ein Feature sehr stark mit der Zielvariablen
korreliert, aber praktisch nur verfligbar ist, wenn der Wert der Zielvariablen
bekannt ist) oder dass das Modell die Trainingsdaten zu stark anpasst und nicht
gut verallgemeinert.

Ein geeignetes Qualitatsmal auswahlen

Je nach Auswahl des Qualitatsmalies, das fiir die Bewertung und den Vergleich
verschiedener Modelle genutzt wird, kann die Wahl des Modells sehr
unterschiedlich ausfallen (denken Sie an den Kobra-Effekt, der in Tabelle 4-1
erwahnt wurde). Ein einfaches Beispiel: Die Korrektklassifikationsrate wird oft
fur Klassifikationsaufgaben herangezogen, die automatisiert gelost werden
sollen, ist aber selten die beste Wahl, wenn die Kategorien unausgewogen sind
(d.h., wenn eines der Ergebnisse im Vergleich zu den anderen sehr
unwahrscheinlich ist). Bei einer binaren Klassifikationsaufgabe, bei der die
positive Klasse (d.h. diejenige, deren Vorhersage von Interesse ist, da sie eine
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bestimmte Wirkung hervorruft) selten ist, z.B. nur in 5 % aller Falle, weist ein
Modell, das immer die negative Klasse vorhersagt, daher eine
Korrektklassifikationsrate von 95 % auf, ist aber dennoch vollig nutzlos.

Ungliicklicherweise gibt es kein universelles Qualitatsmal3, das immer passt. Sie
mussen sich fur eins entscheiden, das zur jeweiligen Aufgabenstellung passt.
Das bedeutet, dass Sie die Grenzen und Kompromisse des Malies (die
mathematische Seite) und seine Auswirkungen auf die Optimierung des Modells
(die geschaftliche Seite) verstehen miissen.

Um eine Vorstellung davon zu bekommen, wie gut ein Modell verallgemeinern
kann, sollte dieses Mal% auf einem Teil der Daten validiert werden, der nicht fiir
das Training des Modells verwendet wurde (einem sogenannten Hold-out-
Datensatz); diese Methode wird Cross-Testing genannt. Es kann mehrere Schritte
geben, bei denen ein Teil der Daten fiir die Validierung zuriickgehalten und der
Rest fiir das Training bzw. die Optimierung verwendet wird, z.B. um das
verwendete Mal} zu validieren oder die Hyperparameter zu optimieren. Auch
hier gibt es verschiedene Strategien, die infrage kommen - nicht unbedingt nur
eine einfache Unterteilung der Daten. Bei der k-fachen Kreuzvalidierung zum
Beispiel variieren die Data Scientists die Daten, die sie zum Validieren und
Trainieren nutzen, mehrfach. Das vervielfacht zwar die zum Trainieren benétigte
Zeit, vermittelt aber einen guten Eindruck davon, wie stabil sich das
Qualitatsmal hinsichtlich verschiedener Datensatze verhalt.

Wenn die Daten nur einfach unterteilt werden, kann der Hold-out-Datensatz aus
den aktuellsten Beobachtungen bestehen anstatt aus zufallig ausgewahlten
Beobachtungen. Da Modelle in der Regel zu Zwecken der Vorhersage verwendet
werden, ist es wahrscheinlich, dass die Beurteilung der Modelle anhand der
aktuellsten Daten zu realistischeren Einschatzungen fiihrt. Aulierdem kann man
so beurteilen, ob die Daten zwischen dem Trainings- und dem Hold-out-
Datensatz eine Diskrepanz (Drift) aufweisen (siehe den Abschnitt »Drift-
Erkennung in der Praxis« auf Seite 118 fur weitere Details).

Als Beispiel zeigt Abbildung 4-2 eine Strategie, bei der ein Testdatensatz als
Hold-out-Datensatz (rechts in Dunkelgrau) zur Bewertung verwendet wird. Die
verbleibenden Daten werden in drei Teile aufgeteilt, um die beste Kombination
aus Hyperparameterwerten zu finden, indem das Modell dreimal mit einer
gegebenen Kombination auf jedem der mittelgrauen Datensatze trainiert und
seine Leistung jeweils auf den hellgrauen Datensatzen validiert wird. Der
dunkelgraue  Datensatz  wird nur einmal mit der  besten
Hyperparameterkombination verwendet, wahrend die anderen Datensatze mit
allen verwendet werden.
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Dreifache Kreuzvalidierung

Abbildung 4-2: Ein Beispiel fiir die Aufteilung der Daten in verschiedene Datensdtze zur Nutzung im
Rahmen der Modellbewertung

Oft mochten Data Scientists Modelle mit denselben Algorithmen,
Hyperparametern, Features usw. regelmaflig neu trainieren, allerdings auf
aktuelleren Daten. Dazu werden im nachsten Schritt die beiden Modelle
selbstverstandlich verglichen, um zu sehen, wie die neuere Version abschneidet.
Aber es ist auch wichtig, sicherzustellen, dass alle vorherigen Annahmen immer
noch zutreffen: dass sich die Aufgabenstellung nicht grundlegend verandert hat,
dass die zuvor getroffenen Modellierungsentscheidungen immer noch zu den
Daten passen usw. Dies ist insbesondere Teil des Leistungs- und Drift-
Monitorings (weitere Details hierzu finden Sie in Kapitel 7).

Gegenpriifen des Modellverhaltens (Cross-Checking)

Jenseits bloRer Qualitatsmale ist es bei der Bewertung eines Modells von
entscheidender Bedeutung, zu verstehen, wie es sich verhalten wird. Je nach
Auswirkung der Vorhersagen, Entscheidungen oder Klassifizierungen des
Modells kann ein mehr oder weniger tiefes Verstandnis unabdingbar sein.
Beispielsweise sollten Data Scientists angemessene Schritte (in Bezug auf diese
Auswirkungen) unternehmen, um sicherzustellen, dass das Modell nicht von sich
aus Schaden verursacht: Ein Modell, das vorhersagt, dass alle Patienten von

einem Arzt untersucht werden missen, kann zwar theoretisch im Hinblick auf
die Vorbeugung punkten, nicht aber bei der realistischen Ressourcenzuweisung.

Beispiele flir solche angemessenen Schritte sind:

e Gegenprifen verschiedener Qualitatsmalie (und nicht nur der Mal3e, auf die
das Modell urspriinglich optimiert wurde).

e Priifen, wie das Modell auf verschiedene Eingaben reagiert - z.B. die
durchschnittliche Vorhersage (oder Wahrscheinlichkeit bei
Klassifikationsmodellen) fiir verschiedene Werte einiger Eingabedaten
erfassen und sehen, ob es Unregelmaliigkeiten oder extreme Schwankungen
gibt.
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e Aufteilen der Daten hinsichtlich einer bestimmten Dimension und
Uberpriifen der Unterschiede im Verhalten und in den QualitdtsmaRen
zwischen verschiedenen Untergruppen - ist z.B. die Irrtums- bzw. Fehlerrate
bei mannlichen und weiblichen Personen die gleiche?

Diese Art von globalen Analysen sollten nicht im Sinne eines kausalen
Zusammenhangs verstanden werden, sondern lediglich als Korrelation. Sie
implizieren nicht unbedingt einen spezifischen kausalen Zusammenhang
zwischen einigen Variablen und einem Ergebnis. Sie zeigen lediglich, wie das
Modell diesen Zusammenhang sieht. Mit anderen Worten: Das Modell sollte mit
Bedacht flir Was-ware-wenn-Analysen verwendet werden. Wenn der Wert eines
Features geandert wird, ist die Modellvorhersage wahrscheinlich falsch, wenn
der neue Wert des Features noch nie im Trainingsdatensatz vorkam oder wenn
er noch nie in Kombination mit den Werten der anderen Features in diesem
Datensatz auftauchte.

Beim Vergleich von Modellen sollten diese verschiedenen Aspekte flir Data
Scientists zuganglich sein, da sie in der Lage sein mussen, eine tiefgreifendere
Analyse anzustellen, als nur ein einzelnes MalR zu hinterfragen. Das bedeutet,
dass die gesamte Umgebung (interaktive Tools, Daten usw.) fiir alle Modelle
verfugbar sein muss, um idealerweise einen Vergleich aus allen Blickwinkeln
und zwischen allen Komponenten zu ermoglichen. Zum Beispiel konnte zur
Aufdeckung einer Veranderung in der Struktur der Daten dasselbe Setting, aber
unterschiedliche Daten verwendet werden, oder es kdnnten zur Beurteilung der
Genauigkeit des Modells dieselben Daten, aber ein unterschiedliches Setting
genutzt werden.

Auswirkungen von Responsible Al auf die
Modellentwicklung

Je nach Situation (und manchmal abhangig von der Branche bzw. dem
Unternehmensbereich) miissen Data Scientists zusatzlich zu einem allgemeinen
Verstandnis des Modellverhaltens auch die einzelnen Vorhersagen der Modelle
erklaren konnen, und sie miissen wissen, welche spezifischen Features die
Vorhersage in die eine oder die andere Richtung treiben. Manchmal kdnnen die
Vorhersagen fiir einen bestimmten Datenpunkt ganz anders ausfallen als im
Durchschnitt. Beliebte Methoden zur Berechnung individueller Vorhersagen sind
der Shapley-Wert (der durchschnittliche marginale Beitrag eines Features
hinsichtlich aller moglichen Kombinationen) und individuelle bedingte
Erwartungswertberechnungen, sogenannte Individual Conditional Expectations
(ICE), die die Abhangigkeit zwischen der Zielvariablen und den jeweiligen
Features zeigen.
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Zum Beispiel konnte der gemessene Spiegel eines bestimmten Hormons ein
Modell im Allgemeinen dazu veranlassen, vorherzusagen, dass jemand ein
gesundheitliches Problem hat, aber bei einer schwangeren Frau lasst dieser
Hormonspiegel das Modell darauf schliel3en, dass sie kein solches Risiko hat.
Einige rechtliche Rahmenbedingungen schreiben eine bestimmte Form der
Erklarbarkeit fur Entscheidungen vor, die von einem Modell getroffen werden
und Auswirkungen auf Individuen haben, wie z.B. bei der Empfehlung, einen
Kredit nicht zu gewahren. Im Abschnitt »2. Element: Bias« auf Seite 140 wird
dieses Thema noch konkreter behandelt.

Beachten Sie, dass der Begriff der Erklarbarkeit (Explainability) mehrere
Dimensionen umfasst. Insbesondere neuronale Netzwerke werden aufgrund
ihrer Komplexitat manchmal als Black-Box-Modelle bezeichnet (hinsichtlich der
Modellkoeffizienten ist das Modell zwar vollstandig spezifiziert, und es handelt
sich in der Regel um eine konzeptionell bemerkenswert einfache Formel - aber
es ist eine sehr grolRe Formel, die intuitiv nicht mehr zu erfassen ist). Umgekehrt
gibt es globale und lokale Hilfsmittel, die der Erklarung dienen - wie z.B.
partielle Abhangigkeitsdiagramme oder Shapley-Wert-Berechnungen. Sie geben
zwar einen besseren Einblick, aber sie sorgen tendenziell nicht dafir, dass das
Modell intuitiv nachvollziehbar wird. Um tatsachlich ein grundlegendes und
intuitives Verstandnis dessen zu erhalten, was genau das Modell tut, ist es
erforderlich, die Modellkomplexitat zu begrenzen.

Ebenso konnen Fairnessanforderungen die Konzeptionierung wahrend der
Modellentwicklung beschranken. Um besser zu verstehen, was auf dem Spiel
steht, wenn es um einen Bias geht, betrachten Sie dieses theoretische Beispiel:
Nehmen wir an, ein in den USA ansassiges Unternehmen stellt regelmaRig
Personen ein, die die gleichen Arten von Aufgaben erledigen. Data Scientists
konnten hier ein Modell trainieren, um die Leistung der Mitarbeiter anhand
verschiedener Features vorherzusagen, und die Mitarbeiter wiirden dann
basierend auf der Wahrscheinlichkeit eingestellt, dass sie leistungsstarke
Mitarbeiter sind.

Obwohl dies eine einfache Aufgabe zu sein scheint, birgt sie leider einige Tlicken.
Um diese Problemstellung komplett hypothetisch zu machen und es von den
Komplexitaten und Problemen der realen Welt zu losen, setzen wir voraus, dass
jede und jeder in der arbeitenden Bevolkerung einer der aus Star Wars
bekannten zwei Gruppen angehort: Weequay oder Togruta.

Fur dieses hypothetische Beispiel sei angenommen, dass der tiberwiegende Teil
der Bevolkerung von Weequay die Universitat besucht. Auf Anhieb wiirde es
einen anfanglichen Bias zugunsten von Weequay geben (verstarkt durch die
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Tatsache, dass sie ihre Fahigkeiten durch jahrelange Erfahrung entwickeln
konnten).

Infolgedessen gabe es nicht nur mehr Weequay als Togruta im Bewerberpool -
die Weequay-Bewerber waren tendenziell auch qualifizierter. Der Arbeitgeber
muss im Laufe des kommenden Monats zehn Personen einstellen. Was sollte er
tun?

e Als Arbeitgeber, der auf Chancengleichheit achtet, sollte er, soweit er es
selbst in der Hand hat, die Fairness seines Einstellungsverfahrens
sicherstellen. Das bedeutet, dass es rein rechnerisch fiir jeden Bewerber
unter  sonst  gleichen  Voraussetzungen nicht  von  seiner
Gruppenzugehorigkeit (Weequay oder Togruta) abhangen sollte, ob er
eingestellt wird (oder nicht). Dies fiihrt jedoch zu einem Bias, da die
Personen aus Weequay durchschnittlich besser qualifiziert sind. Beachten
Sie, dass »unter sonst gleichen Voraussetzungen« auf verschiedene Arten
interpretiert werden kann. Die ubliche Interpretation ist, dass das
Unternehmen wahrscheinlich nicht fur Prozesse verantwortlich gemacht
werden kann, auf die es keinen Einfluss hat.

e Der Arbeitgeber muss unter Umstanden auch benachteiligende
Auswirkungen (engl. Disparate Impact, aus dem US-Arbeitsrecht) vermeiden,
d.h. insbesondere Beschaftigungspraktiken, bei denen eine Gruppe von
Personen mit einem gesetzlich geschiitzten Merkmal starker benachteiligt
wird als eine andere. Ob es zu benachteiligenden Auswirkungen kommt, wird
an Untergruppen und nicht an Einzelpersonen beurteilt. Praktisch gesehen,
wird beurteilt, ob das Unternehmen - auf ein gewisses Verhaltnis bezogen -
genauso viele Weequay wie Togruta eingestellt hat. Auch hier kann sich das
angestrebte Verhaltnis auf die Bewerberzahlen oder auf die allgemeine
Bevolkerungsverteilung beziehen, wobei Ersteres wahrscheinlicher ist, da
das Unternehmen auch hier nicht fir Verzerrungen (Biases) in Prozessen
verantwortlich gemacht werden kann, die aulerhalb seiner
Einflussmoglichkeiten liegen.

Beide Ziele - Chancengleichheit und disparate Auswirkungen - schlieRen sich
gegenseitig aus. In diesem Szenario fuhrte die Chancengleichheit dazu, dass 60
% (oder mehr) Weequay und 40 % (oder weniger) Togruta eingestellt wiirden,
weil die Weequay durchschnittlich besser qualifiziert sind. Infolgedessen hat der
Prozess eine disparate Auswirkung auf beide Bevolkerungsgruppen, da die
Einstellungsraten unterschiedlich sind.
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Im Umkehrschluss bedeutet dies, dass, wirde der Prozess so korrigiert werden,
dass 40 % der eingestellten Personen Togruta sind, um disparate Auswirkungen
zu vermeiden, es gleichzeitig zur Folge hatte, dass einige abgelehnte Weequay
als qualifizierter vorhergesagt wiirden als einige angenommene Togruta-
Bewerber (was im Grunde einer Chancengleichheit widerspricht).

Es muss einen Kompromiss geben - ein Art Regel, die manchmal als 80-%-Regel
bezeichnet wird. In diesem Beispiel wiirde die 80-%-Regel bedeuten, dass die
Einstellungsrate flir Togruta gleich oder groRer als 80 % der Einstellungsrate der
Weequay sein sollte. Hier bedeutete dies, dass es in Ordnung ware, bis zu 65 %
Personen aus Weequay einzustellen.

Der springende Punkt dabei ist, dass die Definition dieser ZielgroRen keine
Entscheidung sein kann, die von Data Scientists allein getroffen wird. Aber selbst
wenn die ZielgrofRen einmal definiert sind, kann auch die Umsetzung selbst
problematisch sein:

e Wenn Data Scientists keine Anhaltspunkte haben, versuchen sie natirlich,
Modelle zu erstellen, die eine Chancengleichheit bieten. SchlieBlich
entwickeln sie Modelle, die Daten aus der realen Welt abbilden. Die meisten
Tools, die Data Scientists einsetzen, versuchen genau dies zu erreichen, weil
es schlichtweg die mathematisch fundierteste Option ist. Dennoch ist es
moglich, dieses Ziel zu erreichen und dabei nicht gesetzeskonform zu
handeln. Der Data Scientist konnte sich zum Beispiel daflir entscheiden, zwei
unabhangige Modelle zu implementieren: eines fir Weequay und eines fir
Togruta. Dies konnte ein verniinftiger Weg sein, um die Verzerrungen zu
beheben, die durch einen Trainingsdatensatz verursacht werden, in dem
Bewerber aus Weequay Uberreprasentiert sind. Dennoch wiirde es zu einer
ungleichen Behandlung der beiden Bevolkerungsgruppen fiihren, die
durchaus als diskriminierend angesehen werden kdnnte.

e Damit Data Scientists ihre Tools so verwenden kdnnen, wie sie konzipiert
wurden (also um die Welt so zu modellieren, wie sie ist), konnen sie
beschlieRen, die Vorhersagen so nachzubearbeiten, dass sie zur
Weltanschauung des Unternehmens passen. Der einfachste Weg dafir ist,
einen hoheren Schwellenwert fir Weequay als fiir Togruta zu wahlen. Der
unterschiedliche Schwellenwert wird einen Kompromiss zwischen
»Chancengleichheit« und »gleicher Auswirkung« ermoglichen. Er kann
jedoch aufgrund der ungleichen Behandlung immer noch als
diskriminierend angesehen werden.
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Es ist unwahrscheinlich, dass Data Scientists in der Lage sind, dieses Problem
allein zu losen (siehe den Abschnitt »Schliisselelemente von Responsible Al« auf
Seite 140 fiir eine umfassendere Erlauterung). Dieses einfache Beispiel
veranschaulicht die Komplexitat des Themas, das sich sogar noch komplexer
gestalten kann, wenn man bedenkt, dass es viele geschutzte Merkmale geben
kann, und wenn man sich die Tatsache vor Augen fuhrt, dass Verzerrungen
(Biases) sowohl in geschaftlicher wie als auch in technischer Hinsicht zu
hinterfragen sind.

Folglich hangt die Losung stark vom Kontext ab. So ist das Beispiel von Weequay
und Togruta reprasentativ fiir Prozesse, die bestimmte Vorteile bieten. Die
Situation ist anders, wenn der Prozess negative Auswirkungen auf den Benutzer
hat (wie bei der Betrugsvorhersage, die zur Ablehnung von Transaktionen fiihrt)
oder neutral ist (wie eine Krankheitsdiagnose).

Versionsverwaltung und Reproduzierbarkeit

Geht es um die Bewertung und den Vergleich von Modellen (aus Griinden der
Fairness, wie unmittelbar zuvor erlautert, aber auch aus einer Reihe anderer
Faktoren), stellt sich zwangslaufig die Frage, wie sich die verschiedenen
Modellversionen verwalten und reproduzieren lassen. Um mehrere Versionen
von Modellen zu erstellen, zu testen und zu iterieren, missen Data Scientists
auch in der Lage sein, alle Versionen zu verwalten.

Mit der Versionsverwaltung und der Reproduzierbarkeit werden zwei
unterschiedliche Belange adressiert:

e Wahrend der Experimentierphase kann es vorkommen, dass Data Scientists
zwischen verschiedenen Entscheidungen hin und her springen, verschiedene
Kombinationen ausprobieren und wieder auf vorherige Versionen
zuruckgreifen, wenn die Experimente nicht die gewilnschten Ergebnisse
liefern. Dafir muss es moglich sein, zu verschiedenen Branches der
Experimente zurtickzukehren - um zum Beispiel einen friheren Projektstand
wiederherzustellen, wenn Experimente in eine Sackgasse gefuhrt haben.

e Data Scientists oder andere Akteure (Auditoren, Manager usw.) mussen
moglicherweise in der Lage sein, die entsprechenden Modellberechnungen,
die zum Deployment des Modells geflihrt haben, fir ein Audit-Team mehrere
Jahre nach dem ersten Experiment reproduzieren zu konnen.

Sofern alles auf Programmcode basiert, ist das Problem der Versionierung
mithilfe von Technologien zur Versionskontrolle des Quellcodes weitestgehend
gelost. Moderne Datenverarbeitungsplattformen bieten in der Regel ahnliche
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Funktionen fir Datentransformationspipelines, Modellkonfiguration usw. Das
Zusammenfihren (Merging) mehrerer Teile ist naturlich weniger einfach als das
Zusammenfihren von leicht abweichendem Programmcode, aber im Grunde
geht es darum, zu einem bestimmten Experiment zuriickkehren zu konnen, und
sei es nur, um dessen Setting kopieren zu konnen, um es in einem anderen
Branch zu Gibernehmen.

Eine weitere sehr wichtige Eigenschaft eines Modells ist seine
Reproduzierbarkeit. Nach vielen Experimenten und Optimierungen kommen
Data Scientists vielleicht zu einem Modell, das den Anforderungen entspricht.
AnschlieRend erfordert die Operationalisierung jedoch die Reproduktion des
Modells nicht nur in einer anderen Umgebung, sondern moglicherweise auch
von einem anderen Ausgangspunkt aus. Auferdem macht die
Reproduzierbarkeit das Debuggen viel einfacher (manchmal sogar simpel). Zu
diesem Zweck muss ein Modell mit all seinen Facetten dokumentiert und
wiederverwendbar sein, das Folgende eingeschlossen:

Annahmen

Wenn Data Scientists Entscheidungen und Annahmen liber das vorliegende
Problem, dessen Reichweite, die Daten usw. treffen, sollten allesamt
konkretisiert und protokolliert werden, damit sie spater mit neuen
Informationen abgeglichen werden kénnen.

Zufélligkeit

Viele ML-Algorithmen und -Verfahren, wie z.B. Stichprobenziehungsverfahren
(Sampling), verwenden Pseudo-Zufallszahlen. Ein Experiment exakt
reproduzieren zu konnen, z.B. zur Fehleranalyse, bedeutet, diese Pseudo-
Zufalligkeit kontrollieren zu konnen, meist durch die Festlegung des »Seeds«
des Generators (d.h., derselbe Generator, der mit demselben Seed
initialisiert wurde, wiirde dieselbe Folge von Pseudo-Zufallszahlen liefern).

Daten

Um die Reproduzierbarkeit zu gewahrleisten, mussen dieselben Daten
vorhanden sein. Das kann manchmal schwierig sein, weil die fur die
Versionierung von Daten erforderliche Speicherkapazitat je nach Haufigkeit
der Aktualisierung und GrolRe unerschwinglich sein kann. Auflerdem gibt es
fur die Versionierung von Daten noch keine Tools mit einem so umfassenden
Okosystem wie fiir die Versionierung von Code.

Setting

Dies ist selbstverstandlich: Alle durchgefiihrten Verarbeitungsschritte
mussen mit dem identischen Setting (Parameter usw.) reproduzierbar sein.
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Ergebnisse

Wahrend Entwickler Merging-Tools verwenden, um verschiedene Versionen
von Dateien zu vergleichen und zusammenzufiihren, mussen Data Scientists
in der Lage sein, eingehende Analysen von Modellen (von
Konfusionsmatrizen bis hin zu partiellen Abhangigkeitsdiagrammen) zu
vergleichen, um Modelle zu erhalten, die den Anforderungen entsprechen.

Implementierung

Geringfugig unterschiedliche Implementierungen eines Modells konnen zu
unterschiedlichen Modellen fiihren, sodass sich fiir einige Beobachtungen
die Vorhersagen andern. Je ausgefeilter ein Modell ist, desto hoher ist die
Wahrscheinlichkeit, dass solche Abweichungen auftreten. Andererseits
unterliegt ein Modell zur Vorhersage ganzer Datensatze im grofden Stil
anderen Beschrankungen als die Vorhersage eines einzelnen Datenpunkts
mittels einer APl in Echtzeit, sodass unterschiedliche Implementierungen fir
dasselbe Modell teils gerechtfertigt sein konnen. Beim Debuggen und
Vergleichen der Modelle missen Data Scientists die entsprechenden
Unterschiede jedoch im Hinterkopf behalten.

Umgebung

Angesichts aller in diesem Kapitel beschriebenen Komponenten ist es klar,
dass ein Modell nicht nur aus seinem Algorithmus und seinen Parametern
besteht. Von der Datenaufbereitung bis zur Auswertung von Daten
(einschlief3lich der Auswahl von Features, der Codierung der Features, der
Datenanreicherung usw.) kann auch die Umgebung, in der mehrere dieser
Schritte ablaufen, mehr oder weniger implizit mit den Ergebnissen
verbunden sein. So kann zum Beispiel eine geringfligig andere Version eines
Python-Pakets, das in einen Arbeitsschritt eingebunden ist, die Ergebnisse
auf schwer vorhersehbare Weise verandern. Data Scientists sollten vor allem
darauf achten, dass auch die Laufzeitumgebung reproduzierbar ist.
Angesichts der Geschwindigkeit, mit der sich ML entwickelt, konnte dies
Mallnahmen erfordern, mit denen die Laufzeitumgebung festgehalten
(gefreezt) werden kann.

Glucklicherweise kann ein Teil der zugrunde liegenden
Dokumentationsaufgaben, die mit der Versionierung und Reproduzierbarkeit
verbunden sind, automatisiert werden. Zudem kann die Verwendung einer
integrierten Plattform fir die Entwicklung und das Deployment die Kosten fir
die  Reproduzierbarkeit erheblich senken, da ein  strukturierter
Informationstransfer sichergestellt wird.
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Obwohl dies vielleicht nicht der attraktivste Teil der Modellentwicklung ist, sind
Versionsmanagement und Reproduzierbarkeit in der Praxis - wo Governance,
insbesondere im Rahmen der Auditierung, eine Rolle spielt - entscheidend fuir
den erfolgreichen Einsatz von Machine Learning.

AbschlieRende Uberlegungen

Die Modellentwicklung gehort zu den kritischsten und folgenreichsten Schritten
im Rahmen von MLOps. Die vielen technischen Fragen, die in dieser Phase
notwendigerweise geklart werden mussen, haben grof3e Auswirkungen auf alle
Aspekte der MLOps-Prozesse wahrend der gesamten Lebensdauer der Modelle.
Daher sind Offenlegung, Transparenz und Zusammenarbeit entscheidend fur
den langfristigen Erfolg.

Die Modellentwicklung ist auch die Phase, die zum gréRten Teil von den Data
Scientists getragen wird. In der Zeit vor der Einflihrung von MLOps-Praktiken
machte sie oft den gesamten Aufwand in einem ML-Projekt aus, und das
entwickelte Modell wurde dann meist so verwendet, wie es war (mit all seinen
Konsequenzen und Einschrankungen).
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