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KAPITEL 4
Daten infrage stellen

»Die Kombination aus Daten und einem brennenden Verlangen nach Antworten ist keine
Garantie dafür, dass aus den gegebenen Daten tatsächlich eine sinnvolle Antwort
gewonnen werden kann.«

– John W. Tukey, berühmter amerikanischer Statistiker

Als Data Head müssen Sie auch Führungsqualität beweisen, indem Sie Fragen zu
den Daten stellen, die im Projekt verwendet werden.

Damit meinen wir die grundlegenden Rohdaten – das Ausgangsmaterial, aus
dem alle Statistiken berechnet, Machine-Learning-Modelle aufgebaut oder
Dashboard-Visualisierungen erstellt werden. Dies sind die Daten, die in Ihren
Tabellen und Datenbanken gespeichert sind. Sind die Rohdaten gammelig, kann
weder eine noch so große Datenzauberei oder statistische Methodologie noch
Machine Learning den Gestank verdecken. Daher können wir dieses Kapitel am
besten mit einer alten Bauernweisheit zusammenfassen: »Aus einem Kuhfladen
wird keine Sahnetorte.« (Auf Englisch: »Garbage in – Garbage out.«). Mit den
Fragen in diesem Kapitel können Sie herausfinden, ob Ihre Daten wirklich etwas
taugen.

Unten haben wir drei Aufforderungen und Fragen zusammengetragen, die Ihnen
bei der kritischen Betrachtung der Daten helfen sollen. Hierzu gibt es jeweils
zwei Folgefragen, um die Informationen zu präzisieren.

Erzählen Sie mir die Geschichte zur Herkunft der Daten.

– Wer hat die Daten gesammelt?

– Wie wurden die Daten gesammelt?

Sind die Daten repräsentativ?

– Gibt es eine Stichprobenverzerrung?

– Wie wurde mit Ausreißern umgegangen?

Welche Daten sehe ich nicht?

– Wie sind Sie mit fehlenden Werten umgegangen?
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– Können diese Daten abbilden, was Sie mit ihnen messen wollen?

In den folgenden Abschnitten erklären wir detailliert, warum Sie diese Fragen
stellen sollten und welche Probleme sie oftmals offenlegen.

Vorher aber noch eine Denkübung.

Was würden Sie tun?
Sie leiten ein prestigeträchtiges Projekt für ein Technologieunternehmen, das
kurz vor einem Durchbruch im Bereich selbstfahrender Autos steht. Es ist ein
wichtiger Moment für Sie und Ihr Unternehmen und, nicht zu vergessen, für Ihre
Karriere. Eine erfolgreiche Produktpräsentation wäre die Belohnung für viele
Spätschichten, viel zu optimistische Versprechen an die Geschäftsführung,
Vergebung für Projektverzögerungen und die Rechtfertigung für das riesige
Forschungs- und Entwicklungsbudget, um das Sie gebettelt haben.

Und es ist der Abend vor der Vorstellung eines neuen Fahrzeugprototyps.

Die Leute aus der Chefetage, Dutzende Angestellte, potenzielle Investoren und
die Medien sind Hunderte von Kilometern gereist, um einen möglicherweise
entscheidenden Moment in der Automobilgeschichte mitzuerleben. Spätabends
ruft Sie ein Ingenieur an und teilt Ihnen mit, dass für den nächsten Tag
Temperaturen um den Gefrierpunkt (31 °F) vorhergesagt werden, was dazu
führen könnte, dass wichtige Bauteile des innovativen Fahrzeugprototyps
ausfallen. Allerdings können die Ingenieure nicht mit Sicherheit sagen, ob es
wirklich zu Problemen kommen wird. Die Schwierigkeit ist, dass das System
einfach noch nicht unter Kältebedingungen getestet wurde. Die Anpassungen
und Tests für Temperaturen unter dem Gefrierpunkt sind geplant, aber noch
nicht durchgeführt worden. Es besteht das Risiko einer öffentlichen und sehr
teuren Katastrophe.

Die Risiken bei einer Verschiebung der Präsentation sind ebenfalls teuer. Wird sie
am morgigen Tag nicht durchgeführt werden, kann man nicht einfach einen
neuen Termin finden. Es könnte Monate dauern, bis die Bedingungen wieder
perfekt sind. Ihr Unternehmen hat den größten Teil des vergangenen Jahres
damit verbracht, genau für diesen Moment umfangreich Werbung zu machen.
Sollte das Event morgen nicht stattfinden, wird die Begeisterung vermutlich nie
wieder so groß sein.

Also bitten Sie den Ingenieur, Ihnen die Daten zu zeigen, auf denen seine Sorge
beruht, dass zu niedrige Temperaturen das Innenleben des Autos
beeinträchtigen könnten. Daraufhin erhalten Sie die Daten in Abbildung 4-1.
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Der Ingenieur erklärt Ihnen, dass das Unternehmen 23 Probefahrten bei
verschiedenen Temperaturen durchgeführt hat. Bei sieben davon (die in der
Abbildung gezeigt werden) gab es Vorfälle, in denen ein wichtiger Teil des
autonomen Fahrsystems Probleme hatte. Bei zwei der Probefahrten fielen
kritische Bauteile aus.

Abbildung 4-1: Darstellung von Probefahrten mit kritischen Bauteilausfällen bezogen auf die
Temperatur

Allerdings haben Ihre Ingenieure die Möglichkeit bedacht, dass Bauteile
ausfallen, und eine Redundanz eingebaut. Jedes System besteht aus sechs
kritischen Bauteilen (dies ist der Grund dafür, dass die y-Achse des Diagramms
bis zum Wert 6 geht). Da die Teile mehrfach vorhanden sind, können ein paar
Teile ausfallen, bevor das ganze Auto stehen bleibt. Bei 23 Probefahrten gab es
nie mehr als zwei Ausfälle von Bauteilen, und keines dieser Probleme hatte
Auswirkungen auf die Benutzbarkeit des Fahrzeugs. In beiden Fällen, die bei 12
°C und 24 °C (53 und 75 °F im Diagramm) auftraten, konnte das Auto
weiterfahren. Die niedrigste Temperatur, bei der ein Test durchgeführt wurde,
betrug 12 °C (53 °F), die höchste lag bei 27 °C (81 °F).

»Wie dem auch sei, wir haben das System einfach noch nicht bei niedrigeren
Temperaturen getestet«, sagen die Ingenieure, und Sie nehmen die Bedenken
ernst.

Soweit Sie erkennen können, scheint die Temperatur den Ausfall der Bauteile
nicht zu beeinflussen. Die Ausfälle traten deutlich über 0 °C auf. Ein Szenario, in
dem mehr als zwei der sechs Bauteile durch niedrige Temperaturen Probleme
bekommen, ist anhand der Daten der 23 Probefahrten nur schwer
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nachvollziehbar. Und selbst mit zwei defekten Bauteilen ist das Auto noch
fahrbereit. Würde die Welt es überhaupt mitbekommen, wenn morgen maximal
zwei Bauteile ausfallen?

Was würden Sie tun? Würden Sie die Präsentation verschieben oder wie geplant
durchführen?

Denken Sie einen Moment darüber nach. Gibt es fehlende Datenpunkte, die Sie
in Betracht ziehen sollten?

Katastrophe durch fehlende Daten
Am 28. Januar 1986 startete die NASA unter den Augen der Welt bei eisigen
Temperaturen die Raumfähre Challenger vom Kennedy Space Center in Florida.

Viele von uns kennen diesen Teil der Challenger-Geschichte. Die Geschichte der

Daten hinter der Katastrophe ist dagegen weit weniger bekannt. Auch die
Challenger hatte sechs kritische Bauteile, sogenannte O-Ringe. Diese sollten

»verhindern, dass brennender Raketentreibstoff aus den Nahtstellen der

Booster-Raketen austritt«1. In 23 Probeläufen vor dem Starttermin gab es sieben
Vorfälle mit schadhaften O-Ringen.

Kommt Ihnen das Szenario irgendwie bekannt vor?

Die NASA stand in der Nacht vorm Start vor dem gleichen Dilemma wie Sie. Nach
dem Rogers Commission Report (der von Präsident Ronald Reagan nach dem
Vorfall in Auftrag gegeben wurde) fand in der Nacht vor dem Start ein Treffen
statt, um das Problem zu besprechen.

Die Verantwortlichen verglichen die Flüge, bei denen eine thermische Belastung der O-
Ringe beobachtet wurde, in Abhängigkeit von der Temperatur, aber nicht die Häufigkeit

des Auftretens bezogen auf alle Flüge (siehe Abbildung 4-2).2
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Abbildung 4-2: Darstellung der Flüge mit thermischer Belastung der O-Ringe als Funktion der
Temperatur. Diese Abbildung stammt aus dem »Report of the Presidential Commission on the
Space Shuttle Challenger Accident«.

Im Bericht steht: »Bei solch einem Vergleich gibt es keine Unregelmäßigkeiten in
der Verteilung der Belastung der O-Ringe über das Spektrum aller Temperaturen
zwischen 53 und 75 °F (12 °C bis 24 °C).«

Basierend auf dieser Fehlerauswertung entschied die NASA, den Startvorgang
nicht zu unterbrechen. Am Tag des Starts konnten die O-Ringe die Fugen in der
ungewöhnlichen Kälte jedoch nicht korrekt schließen, und das Shuttle brach
nach einer Flugzeit von 73 Sekunden auseinander. Alle sieben Astronauten an
Bord starben.

Können Sie sich denken, welche Daten hier gefehlt haben?

Was ist mit den fehlerfreien 16 Testläufen? Abbildung 4-3 zeigt die übrigen
Probeläufe, die von der Rogers Commission dokumentiert wurden.
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Abbildung 4-3: Darstellung der Flüge mit thermischer Belastung der O-Ringe als Funktion der
Temperatur inklusive der Probeflüge ohne Vorkommnisse. Diese Abbildung stammt aus dem
»Report of the Presidential Commission on the Space Shuttle Challenger Accident«.

Übertragen wir dies auf unsere Denkübung. Hätten Sie daran gedacht, nach den
fehlenden Daten zu fragen? In diesem Fall, und sofern Sie die Daten zur
Bewertung an Statistiker übergeben hätten, wäre Ihnen möglicherweise
aufgefallen, dass es einen subtilen Trend gab, dass Bauteile bei niedrigen
Temperaturen ausfallen könnten. Abbildung 4-4 zeigt die Probefahrten unseres
autonomen Autos inklusive der Fahrten, bei denen es keine kritischen Fehler
gab.
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Abbildung 4-4: Darstellung der Probefahrten mit und ohne Ausfall kritischer Komponenten als
Funktion der Temperatur. Die Kurve zeigt ein logistisches Regressionsmodell.

HINWEIS
In Kapitel 2, Was sind Daten?, haben wir darauf hingewiesen, dass Daten die

Analysemethode bestimmen. Dies ist einer dieser Fälle. Die Anzahl der Vorfälle ist in Form

numerischer Zähldaten erfasst, die eine besondere Form der Modellierung erfordert: die

logistische (oder binomiale) Regression. Da es sich hier um Zähldaten und nicht um

kontinuierliche Daten handelt, können Sie keine lineare Regression (siehe Kapitel 9, Das
Regressionsmodell verstehen) verwenden. Eine lineare Regression würde zu einer

Vorhersage einer negativen Anzahl von Fehlschlägen für hohe Temperaturen führen, was

keinen Sinn ergibt. Mehr zur logistischen Regression erfahren Sie in Kapitel 10, Das
Klassifikationsmodell verstehen.

In den folgenden Jahrzehnten haben zahlreiche Statistiker, Ingenieure und

Forscher die Challenger-Daten untersucht.3 Wir wollten Ihnen hier einen realen

Fall zeigen, um zu veranschaulichen, mit welchen Fragen Datenanalysten
umgehen müssen. Ein 1989 erschienener Artikel im Journal of the American
Statistical Association (JASA), einer führenden statistischen Fachzeitschrift,
stellte eine Analyse der Challenger-Daten vor, die wir in Abbildung 4-4 auf unser

selbstfahrendes Auto übertragen haben. Sie sagte vorher, dass fünf der sechs
primären O-Ringe bei Minusgraden versagen könnten. Dieses Diagramm
berücksichtigt auch die Daten, die ursprünglich in der Nacht vor dem
Challenger-Start nicht verwendet wurden. Der Artikel vertritt die Auffassung,
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dass »statistische Wissenschaft bei der Entscheidung über diesen Start einen

wertvollen Beitrag hätte leisten können.«4

Hätten Sie dieses Diagramm in der Nacht vor dem Start sehen wollen?

Alex’ Kommentar zu den Challenger-Daten
Aufmerksamen Lesern wird eine kleine Diskrepanz zwischen den Daten in Abbildung 4-1

und den für die Diagramme in den Abbildungen 4-2 und 4-3 verwendeten Daten aufgefallen

sein. Der Flug bei 53 °F in Abbildung 4-1 hatte zwei Vorfälle, in den Abbildungen 4-2 und 4-3

sind es dagegen drei. (Alle anderen Datenpunkte stimmen überein.) Pro Shuttle gibt es

sechs primäre und sechs sekundäre O-Ringe. Der dritte Vorfall bei 53 °F in den Abbildungen

4-2 und 4-3 ereignete sich an einem sekundären O-Ring und war der einzige Fall einer

Beschädigung eines sekundären O-Rings in den 23 Probeflügen vor dem Unglück. Die

Analyse konzentrierte sich hier auf die sechs primären O-Ringe, damit sie mit der Analyse im

JASA-Artikel vergleichbar war.

Die Challenger-Geschichte zeigt auf ernüchternde Weise ein häufiges
Phänomen: Oft sehen wir Daten, die die benötigten Informationen zu codieren
scheinen, während wir Daten unberücksichtigt lassen, von denen wir
annehmen, dass sie nicht relevant sind. Allerdings müssen wir zugeben, dass die
Folgen nur selten so schwerwiegend sind wie bei der Challenger-Katastrophe.
Aber weil so viel auf dem Spiel stand, dient dieses Szenario als nachdrückliches
Beispiel für den fehlerhaften Umgang mit Daten, der sofortige und
offensichtliche Auswirkungen hat.

Wir wollen hier nicht darüber spekulieren, ob die Verantwortlichen mit dem
vollständigen Datensatz die richtige Entscheidung getroffen hätten. Das lässt
sich schlicht nicht herausfinden. Stattdessen wollten wir darauf hinweisen, dass
es oft hintergründigere Geschichten zu entdecken gibt, wenn wir die Daten
stärker infrage stellen.

Und was das angeht, ist die Geschichte der Challenger klar. Die meisten

Unternehmen stellen ihre Daten nicht infrage und pflegen stattdessen eine
Kultur der Akzeptanz. Das führt dazu, dass die Anzahl der gescheiterten Projekte
langsam, aber sicher steigt, weil wichtige Fragen während des Projekts nicht
gestellt wurden.

Und damit kehren wir zum Thema dieses Kapitels zurück, Ihnen beizubringen,
Daten wörtlich infrage zu stellen.



19

Erzählen Sie mir die Herkunftsgeschichte der
Daten
Alle Daten haben einen Ursprung. Dennoch sollten Sie ihre Herkunft nicht als
gegeben betrachten. Daher empfehlen wir Ihnen zu fragen: »Woher stammen die
Daten?«

Wir mögen diese Frage, weil sie keine Antworten vorgibt und Sie schnell
beurteilen können, ob die zugrunde liegenden Rohdaten zur Fragestellung
passen, die man mit ihnen erforschen will. Zudem wird für diese Antwort kein
mathematisches oder statistisches Wissen benötigt. Noch wichtiger erscheint
uns aber, dass diese Frage ein Gefühl der Offenheit vermittelt und Vertrauen in
die darauffolgenden Ergebnisse schafft (oder auch Zweifel weckt).

Achten Sie bei der Antwort sehr sorgfältig auf Korrektheit und Integrität der
Person oder Organisation, die die Daten erzeugt hat.

Insbesondere suchen wir nach Antworten auf die folgenden Fragen:

Wer hat die Daten gesammelt?

Wie wurden die Daten gesammelt? Handelt es sich um
beobachtungsbasierte oder experimentelle Daten?

Wer hat die Daten gesammelt?
Wenn wir danach fragen, wer die Daten gesammelt hat, wollen wir erstens die
exakte Quelle der Daten ermitteln und zweitens, ob es um die Herkunft der
Daten herum irgendwelche Punkte gibt, die weitere Folgefragen nötig machen.

Viele große Unternehmen gehen einfach davon aus, dass ihre Daten
firmenintern gesammelt wurden. Beispielsweise könnte eine Firma davon
ausgehen, dass sie Mitarbeiterdaten – also Daten, die auf Umfragen und damit
verbundene Informationen über die eigenen Angestellten beruhen – verwendet.
Tatsächlich wurden die Daten jedoch von einem externen Anbieter gesammelt
und gehören diesem auch. Die geplante Nutzung dieser Daten könnte
beispielsweise durch ein Portal erfolgen, das dem Unternehmen gehört. Dies
erweckt den Anschein, dass die gesammelten Daten dem Unternehmen
gehören, selbst wenn das nicht der Fall ist.

Insbesondere sollten Sie herausfinden, wer genau die Daten gesammelt hat. Als
Data Head müssen Sie sich die Frage stellen, ob externe Daten zuverlässig sind
und ob sie wirklich einen Bezug zu dem Geschäftsproblem haben, das gelöst
werden soll. Zudem können die meisten Drittanbieterdaten nicht direkt im
übergebenen Format weitergenutzt werden. Sie oder eine andere Person im
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Datenteam wird dafür verantwortlich sein, diese externen Daten richtig zu
strukturieren und zu formatieren, damit sie mit den Datenbeständen Ihres
Unternehmens gemeinsam verwendet werden können.

Wie wurden die Daten gesammelt?
Sie sollten außerdem überprüfen, wie die Daten gesammelt wurden. Diese Frage
hilft aufzudecken, ob aus den Daten unzulässige Schlussfolgerungen gezogen
werden. Die Antwort kann Ihnen auch zeigen, ob es versteckte ethische
Probleme mit der Datensammlung gibt.

Bedenken Sie, dass es zwei grundlegende Arten der Datensammlung gibt:
beobachtungsbasiert und experimentell.

Beobachtungsbasierte Daten werden passiv gesammelt. Beispiele sind Besuche

einer Website, die Teilnahme an Kursen oder Verkaufszahlen. Experimentelle
Daten werden dagegen unter experimentellen Bedingungen erhoben. Hierbei
sollen verschiedene Behandlungsgruppen (zum Beispiel bei medizinischen
Studien) und bewährte Vorsichtsmaßnahmen die Datenintegrität sicherstellen
und Missverständnisse vermeiden. Experimentelle Daten gelten als der
Goldstandard, weil sehr sorgfältig darauf geachtet wird, dass diese Daten
verlässlich sind. Das schafft die Möglichkeit, kausale Zusammenhänge zu
untersuchen. So können experimentelle Daten beispielsweise bei den folgenden

Fragen helfen:5

Wird der Patient gesund, wenn wir ihm dieses Medikament geben?

Werden die Verkäufe im kommenden Quartal steigen, wenn wir unser
Produkt um 15 % billiger anbieten?

Die meisten Geschäftsdaten sind jedoch beobachtungsbasiert. Sie sollten nicht
(zumindest nicht ausschließlich) verwendet werden, um daraus kausale

Beziehungen abzuleiten.6 Da die Daten ohne besondere Rücksicht auf
bestimmte experimentelle Bedingungen erhoben wurden, müssen der Nutzen
dieser Daten und ihre zugrunde liegenden Ergebnisse entsprechend kritisch
betrachtet werden. Alle Aussagen über Kausalitäten auf Basis von
beobachtungsbasierten Daten sollte mit Skepsis begegnet werden.

Das Wissen darüber, wie die Daten gesammelt wurden, wird Ihnen helfen,
herauszufinden, ob eine Kausalität angenommen wurde, wo dies eigentlich
nicht möglich ist. Tatsächlich ist das Problem falsch angenommener Kausalität
so groß, dass wir in diesem Buch noch mehrmals darauf zurückkommen
werden.
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Das Problem lässt sich leicht lösen, indem man experimentelle Daten nutzt, wo
immer dies möglich ist. Die ohnehin schon große Komplexität bei der Arbeit mit
Daten wächst noch, weil es nicht immer möglich ist, kosteneffektiv oder gar
ethisch vertretbar experimentelle Daten zu verwenden. Stellen Sie sich vor, Sie
sollen die Auswirkungen des »Vaping« (des Dampfens, also des Rauchens
elektronischer Zigaretten) auf Jugendliche untersuchen. Dann können Sie nicht
einfach per Zufallsauswahl Heranwachsende einer Behandlungs- und einer
Kontrollgruppe zuweisen, die im Namen der Wissenschaft vapen. Das ist nicht
gerade ethisch.

Als Data Head müssen Sie mit den Daten arbeiten, die Ihnen zur Verfügung
stehen. Gleichzeitig müssen Sie im Auge behalten, wie weit Sie in der Lage sind,
geschäftliche Entscheidungen voranzubringen. Einige Unternehmen und
Abteilungen verfügen über die Ressourcen, vielversprechende
beobachtungsbasierte Daten mit soliden Experimenten zu untermauern. Andere
Geschäftsprobleme lassen sich dagegen nicht so einfach experimentell
untersuchen.

Sind die Daten repräsentativ?
Sie müssen sicherstellen, dass Ihre Daten für den Zusammenhang, an dem Sie
interessiert sind, repräsentativ sind. Wenn es Ihnen um die
Konsumgewohnheiten von Jugendlichen in den USA geht, sollte Ihr Datensatz
repräsentativ für den größeren Zusammenhang des Einkaufsverhalten aller
Jugendlichen im Land sein.

Nur selten stehen uns alle Daten zur Verfügung, die wir für die Lösung eines
Problems benötigen. Genau aus diesem Grund gibt es die Inferenz- oder

schlussfolgernde Statistik. Wir müssen uns also auf Stichproben verlassen.7 Sind
diese Stichproben nicht repräsentativ für das untersuchte Thema, wird keine der
daraus gewonnenen Erkenntnisse die Realität des größeren Zusammenhangs
wirklich abbilden.

Hier sind die zielgerichteten Fragen, die Sie stellen müssen, um herauszufinden,
ob die Daten repräsentativ sind:

Gibt es eine Stichprobenverzerrung?

Wie sind Sie mit Ausreißern umgegangen?

Gibt es eine Stichprobenverzerrung?
Von einer Stichprobenverzerrung (engl. Sampling Bias) spricht man, wenn Ihre

Daten durchgängig von den Daten, die im Fokus stehen, abweichen oder sich
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von ihnen unterscheiden. Eine Stichprobenverzerrung wird oft indirekt entdeckt,
nachdem bereits viele Entscheidungen auf Basis von Daten getroffen wurden,
die das zu lösende Problem nur schlecht wiedergeben. Erst wenn diese
Entscheidungen nicht zu den auf Basis der Daten vorhergesagten Ergebnissen
führen, überprüfen die Analysten erneut, ob die Daten überhaupt korrekt waren.

Wenn Sie die Beliebtheit eines Politikers herausfinden wollen und hierfür nur die
Wähler seiner eigenen Partei befragen, haben Sie es mit einer
Stichprobenverzerrung der Daten zu tun. Je besser Ihr Experiment geplant ist,
desto geringer ist das Risiko einer Stichprobenverzerrung.

Bei Ihrer Arbeit werden Ihnen möglicherweise auch Daten begegnen, die »von
Natur aus« Verzerrungen oder Vorurteile enthalten. Die Frage »Warum wurden
diese Daten gesammelt?« sollte aufdecken, warum diese von Ihnen genutzten
Daten existieren. Nur selten wird darauf geachtet, dass die Daten frei von
Verzerrungen sind.

Vielmehr sollten Sie davon ausgehen, dass alle beobachtungsbasierten Daten
verzerrt oder mit Vorurteilen behaftet sein können. Deshalb sind sie nicht gleich
wertlos, aber Sie dürfen die möglichen Mängel dieser Daten nicht außer Acht
lassen.

Wie wurde mit Ausreißern umgegangen?
Angenommen, Sie betrachten die Gehaltsdaten eines Unternehmens und sehen,
dass ein neu eingestellter Manager ein Jahresgehalt von 50.000.000 US-Dollar
bekommt. Würden Sie das als Ausreißer einordnen? Wie würden Sie damit
umgehen?

Ausreißer nennt man Datenpunkte, die sich deutlich von anderen unterscheiden.
Die Entdeckung von Ausreißern sollte eine Diskussion darüber anstoßen, welche
Daten vernünftigerweise von der Analyse ausgeschlossen werden sollten. Nur
weil Ihnen die Auswirkungen eines Extremwerts auf eine Analyse nicht gefällt,
heißt das nicht automatisch, dass der Wert gelöscht werden sollte. Für die
Löschung eines Datenpunkts sollte es grundsätzlich eine gute geschäftliche
Rechtfertigung geben.

Willkürliche Auswahl und Rosinenpickerei bei der Behandlung möglicher
Ausreißer kann leicht zu einer Stichprobenverzerrung führen. Werden Ausreißer
entfernt, sollten der ursprüngliche Datenpunkt und der Grund für seine
Löschung dokumentiert und kommuniziert werden, besonders wenn sich die
Ergebnisse dadurch substanziell verändern.
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Welche Daten sehe ich nicht?
Fehlende Daten wurden entweder erst gar nicht aufgezeichnet (sie haben keine
Herkunft), oder Sie haben sie einfach bisher nicht angesehen. Nehmen Sie die
folgenden Beispiele:

Daten, die Unterbeschäftigung darstellen, werden in der Arbeitslosenrate
nicht berücksichtigt (wie z.B. erkrankte Arbeitslose).

Ein Investmentfonds-Unternehmen schickt Fonds mit schlechter
Performance »in den Ruhestand«, was die langfristige Rendite der
verbleibenden Fonds im Durchschnitt höher erscheinen lässt.

Im Fall der Challenger fehlten 16 von 23 Datenpunkten der Probeflüge.

Es lohnt sich, darüber nachzudenken, welche Informationen in den Ihnen

vorliegenden Daten nicht codiert wurden. Spielen Sie Detektiv.8

Wie gehen Sie mit fehlenden Werten um?
Fehlende Werte sind Löcher im Datensatz. Sie stehen für Datenpunkte, die nicht
gesammelt oder als Ausreißer entfernt wurden (siehe den vorherigen Abschnitt).
Der Umgang mit fehlenden Werten ist nicht einfach, aber es gibt Verfahren, die
helfen können. Es lohnt sich also immer zu fragen »Wie sind Sie mit fehlenden
Werten umgegangen?«

Angenommen, Sie arbeiten für ein Kreditkartenunternehmen und sammeln
Daten von Antragstellenden: Name, Adresse, Alter, Beschäftigungsstatus,
Einkommen, monatliche Wohnkosten und die Anzahl der vorhandenen
Bankkonten. Ihre Aufgabe ist es, vorherzusagen, ob diese Antragsteller ihre
Kreditkartenschulden im kommenden Jahr rechtzeitig begleichen würden. Viele
Antragsteller haben ihr Einkommen aber nicht angegeben. Das System speichert
dies als Leerstelle – als fehlenden Wert.

Kommen wir noch einmal auf die Herkunft der Daten zu sprechen. Die
Geschichte beginnt damit, dass jemand eine Kreditkarte beantragt. Es kann
sein, dass Bewerber ihr Einkommen nicht angeben, weil sie Sorge haben, dass
ihnen bei zu geringem Gehalt die Karte verweigert wird. Damit wäre allein schon
das Fehlen dieses Werts ein Hinweis darauf, dass Schulden in der Zukunft zu spät
beglichen werden. Sie sollten diese Information nicht wegwerfen!

Mit dieser zusätzlichen Erkenntnis könnte ein Data Scientist ein neues Feature
namens »Einkommen angegeben?« erstellen und den Wert 1 verwenden, wenn
die Person ihr Gehalt offenbart hat, oder 0, falls nicht. Auf diese Weise haben Sie
fehlende Daten in einer eigenen kategorialen Variablen neu codiert.
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Können die Daten abbilden, was Sie mit ihnen messen
wollen?
Oft sind wir der Meinung, alles und jeden messen zu können. Sie sollten
dennoch überlegen, ob die verfügbaren Daten komplizierte Sachverhalte
wirklich abbilden können. Nehmen Sie die folgenden Beispiele:

Wie würden Sie die Kundentreue gegenüber Ihrem Unternehmen messen?

Welche Daten würden Sie verwenden, um Dinge wie »Markenwert« (Brand
Equity) und »Reputation« zu messen?

Welche Daten können zeigen, wie sehr Sie Ihr Kind lieben? Oder Ihr
Haustier?

Diese Dinge sind schwer zu messen. Daten können helfen, uns den Antworten zu
nähern, indem sie Informationen codieren. Im Großen und Ganzen sind die von
uns verwendeten Daten aber nur ein Ersatz, ein Stellvertreter für das, was wir
eigentlich messen wollen. Der Grad, zu dem dieser Ersatz die Realität wiedergibt,

kann sehr unterschiedlich ausfallen.9

Wenn Ihre Daten indirekt etwas messen, sollten Sie darüber ehrlich und
wahrheitsgemäß berichten. Das Messen komplexer Sachverhalte wie
Markenwert oder Reputation erfordert indirekte Näherungswerte, denn diese
Dinge sind wahrlich schwer zu erfassen.

Stellen Sie Daten infrage, egal wie groß die
Datenmenge ist
Man könnte meinen, die Probleme mit Stichprobendaten ließen sich einfach
durch größere Datenmengen lösen. Sie könnten denken: »Je größer die
Stichprobe, desto verlässlicher ist sie.« Dies ist jedoch ein Missverständnis beim
statistischen Denken. Wurden die Daten korrekt erhoben, kann eine größere
Stichprobe helfen. Sind Daten dagegen verzerrt, werden zusätzliche Daten Sie
auch nicht retten können.

Und aus diesem Grund suggerierte der kurzlebige Hype um Big Data, dass mehr
Daten aus sich selbst heraus allein durch ihre schiere Menge eine größere
wissenschaftliche Tragkraft entwickeln. Doch kein Datensatz ist zu groß, um ihn
infrage zu stellen. Statistiken besitzen keine Obergrenze für die absolute
Datenmenge, ab der eine Stichprobe keine Verzerrung mehr aufweist. Statistik
befasst sich mit den Kompromissen zwischen den verfügbaren Daten und dem,

was Sie letztendlich wissen wollen.10
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Zusammenfassung
Wir haben dieses Kapitel mit den Einzelheiten zum Challenger-Unfall eröffnet.
Allerdings hatten Sie dabei das Steuer in der Hand. Wie wir zu Beginn dieses
Buchs schon gesagt haben: Auch schlaue Leute begehen Datenfehler. Menschen
und Unternehmen können und werden Fehler machen.

Aus diesem Grund haben wir Ihnen Fragen vorgestellt, die Sie stellen sollten.
Außerdem haben wir gezeigt, welche Probleme diese Fragen offenbaren können.
Wir wünschen uns, dass Sie diese Fragen benutzen, um sich eingehender mit
den Problemen im Zusammenhang mit Ihren Daten zu befassen. Wir möchten
Sie dringend darum bitten, diese Fragen an Ihr Team weiterzugeben, damit sie
auf dem gleichen Stand sind wie Sie. Data Heads demonstrieren ihre Fähigkeit,
Daten zu durchdringen, indem sie ein gutes Beispiel geben und immer wieder
unbequeme Fragen stellen.
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